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 الملخص 

وتطبيقية شاملةتقدم   نظرية  دراسة  الأطروحة   Single Object Tracking SOTالمفردة    الأهداففي مجال ملاحقة    هذه 

، وهو نظام ملاحقة متقدم يعتمد على  AiATrack باستخدام تقنيات التعلم العميق المتطورة. يركز العمل على تنفيذ وتقييم نموذج 

وبالتالي    السمات، مما يحسن بشكل كبير من ارتباط   (AiA) ز بآلية الانتباه داخل الانتباه عز  وي     (Transformer)بنية المحول  

تم تدريب النموذج  حيث     .بنجاح AiATrack الإنجاز العملي الأساسي لهذا البحث هو إعادة تنفيذ وتقييم نموذج  .دقة الملاحقة

، وهي مجموعة بيانات تحتوي  UAV123 واسعة النطاق وتم التحقق من أدائه كمياً على معيار  GOT-10k على مجموعة بيانات

. أظهر النموذج أداءً جيداً، متطابقاً مع النتائج الأصلية المنشورة  مقطع فيديو جوي التقطتها طائرات بدون طيار  123على أكثر من  

تم إجراء تحليل نوعي شامل من خلال سلسلة من التجارب باستخدام   .في مواجهة التحديات المختلفة  صلادةفي الأدبيات، وأظهر  

الفيديو    CSRT مع خوارزمية AiATrack أداء  وتم مقارنة،  Real-time و أخرى بالزمن الحقيقي  مسبقاً    المخزنةمقاطع 

الملاحقةحيث  التقليدية.   المقترح على نظام  النموذج  ودقة ملحوظة وقدرة معززة على  CSRT تفوق  ، حيث أظهر استقراراً 

الكامل.   الهدف بعد أحداث الاختفاء  ً استعادة   ، وهومضمنبنجاح على نظام   AiATrack نموذج  (Deploy)  تم نشر  وأيضا

NVIDIA Jetson Xavier NX معالجة وحدات  تتطلب  التي  المحدودة  الموارد  ذات  العملية  للتطبيقات  جدواه  يثبت  مما   ،

 . AiATrack . يوضح هذا التنفيذ العملي إمكانات النموذجمضمنة

المعالجة، خوارزمية بعد  ما  دمج مرحلة  يتضمن  واعداً  اتجاهًا مستقبلياً  أيضاً  الأطروحة  مع   NeighborTrack تستكشف   ،

المجاورة لتعزيز دقة الملاحقة    الأغراضالأساسي. يهدف هذا الدمج المقترح إلى الاستفادة من المعلومات من   AiATrack إجراء

الهدف والاختفاء ووجود    ووثوقيتها فقدان  التي تتضمن  المعقدة  السيناريوهات  الطريق لأنظمة مشابهة  أغراضفي  يمهد  ، مما 

 .الطائرات بدون طياراستخدامها بوفي تطبيقات مثل المراقبة الآلية  صلادةً ملاحقة بصرية أكثر 

، المعالجة Transformer   ،AiATrack  ،UAV123 الكلمات المفتاحية: الملاحقة البصرية للأهداف، التعلم العميق، المحولات

 .NVIDIA Jetson، مضمنة، الأنظمة ال Real-Time بالزمن الحقيقي
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Abstract 

This thesis presents a theoretical and applied study of Single Object Tracking (SOT) using the 

AiATrack model, a Transformer-based tracker enhanced with an Attention in Attention (AiA) 

mechanism. The model was successfully re-implemented, trained on the GOT-10k dataset, and 

validated on the UAV123 benchmark, matching the original published results. In comparative 

experiments, AiATrack outperformed the traditional CSRT algorithm, demonstrating superior 

stability, accuracy, and robustness to occlusions. A key achievement was the model's deployment 

on an NVIDIA Jetson Xavier NX embedded system, proving its feasibility for practical 

applications. The work also proposes a future integration with the NeighborTrack algorithm to 

enhance tracking in complex scenarios involving target loss and similar objects, paving the way 

for more robust systems in automated surveillance and drones. 

Keywords: Visual Object Tracking, Deep Learning, Transformers, AiATrack, UAV123, Real-

Time Processing, Embedded Systems, NVIDIA Jetson NX. 
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  مقدمة عامة: الأولالفصل .1

ثم نستعرض مشكلة البحث وأهدافه والمسائل التي يعمل على ،  الأهمية الاستراتيجية لتقنيات ملاحقة الأهداففي هذا الفصل نبين  

ثم   الملاحقة القائمة على التعلم العميقوالملاحقة التقليدية  نتحدث عن  ثم    هداف،ملاحقة الأالتي تواجه  التحديات  يلي ذلك    حلها.

 . نظرة عامة على الفصول اللاحقةنلقي وأخيراً (Transformer model)  مقدمة في التعلم العميق ونموذج المحول نستعرض

 ملاحقة الأهداف  لتقنياتالاستراتيجية  الأهمية 1.1 

الرؤية   تحويل  في  حيوياً  عنصراً  الأهداف  ملاحقة  تقنيات  أصبحت  الاصطناعي،  والذكاء  الأتمتة  نحو  بسرعة  يتجه  عالم  في 

الحاسوبية إلى قرارات عملية ذكية. هذه التقنيات لم تعد مجرد أدوات أكاديمية، بل تحولت إلى حلول عملية تغير وجه الصناعات  

 .انوتعيد تعريف معايير الكفاءة والأم

كاميرات المراقبة الذكية المدعومة    .في مجال الأمن والمراقبة، تمثل أنظمة الملاحقة المتطورة عصب العمليات الأمنية الحديثة

بهذه التقنيات لم تعد مجرد أجهزة تسجيل، بل تحولت إلى أنظمة مراقبة نشطة قادرة على تتبع المشتبه بهم عبر كاميرات متعددة، 

الأمن وتحليل أنماط حركتهم، والتنبيه للسلوكيات المشبوهة. هذه القدرات أسهمت بشكل ملموس في تعزيز الأمن ومساعدة فرق  

 .على التدخل السريع والدقيق
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 فوائد الكشف والملاحقة البصرية في مجال المراقبة. : 1-1  شكل  

تعتمد بشكل   الذكية  السيارات  الذاتية.  القيادة  أنظمة  في  الزاوية  الملاحقة حجر  تقنيات  النقل والمواصلات، أضحت  وفي قطاع 

أساسي على قدرتها في تتبع وتوقع حركة المركبات والمشاة المحيطين بها، مما يمكنها من اتخاذ قرارات الملاحة والفرملة بسرعة  

التطورات لا تقتصر على السيارات فحسب، بل تمتد إلى أنظمة إدارة المرور الذكية التي تستخدم  تفوق القدرات البشرية. هذه  

 .الملاحقة لتحليل تدفق السير وتحسين إشارات المرور

 

 عملية لكشف وملاحقة مركبات على طريق سريع. : 2-1  شكل  
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غرف العمليات الحديثة تستخدم أنظمة حيث أن  في المجال الطبي، أحدثت تقنيات الملاحقة ثورة في عمليات الرصد والعلاج.  

متطورة لمراقبة أدوات الجراحة وحركات الفريق الطبي، مما يقلل من الأخطاء ويزيد من دقة الإجراءات الجراحية. كما  ملاحقة

 .في تطوير أنظمة إعادة التأهيل التي تتابع حركات المرضى بدقة وتقدم تحليلات موضوعية عن تقدم حالتهم  هذه التقنيات  ساهمت

استوديوهات الأفلام والألعاب الرقمية تعتمد  فقد بدأت    .قطاع الترفيه والإعلام هو الآخر تحولات جذرية بفضل هذه التقنياتشهد  و

بشكل متزايد على حلول الملاحقة المتطورة لتحريك الشخصيات الافتراضية بدقة غير مسبوقة، مما يخلق تجارب بصرية أكثر  

تقنيات الواقع المعزز التي تعتمد على الملاحقة الدقيقة للحركات تفتح آفاقاً جديدة في التفاعل بين الإنسان   كما أن  واقعية وإثارة.

 .والآلة

حيث أصبحت  على الصعيد الصناعي، أدى دمج تقنيات الملاحقة في خطوط الإنتاج إلى تحسينات كبيرة في الكفاءة والجودة.  و

، مما يقلل من الهدر ويزيد من الإنتاجية. كبيرةبدقة  النقّالالأجسام المتحركة على السير  ملاحقةالروبوتات الصناعية قادرة على  

 .في المستودعات الذكية، تساعد أنظمة الملاحقة الروبوتات على تحديد مواقع البضائع وتتبع حركتها بشكل آلي بالكاملبينما 

تشير التوقعات إلى أن اعتماد هذه التقنيات سيتسارع بشكل كبير في السنوات القادمة، مدفوعاً بالتطورات المتلاحقة في مجالي 

الذكاء الاصطناعي ومعالجة الصور. هذا النمو يعكس التحول الجذري في كيفية تفاعل الأنظمة الذكية مع العالم المحيط، حيث 

وم فهم  على  الآلات  قدرة  الصناعات  تصبح  وجه  ستغير  التي  المستقبلية  التطبيقات  من  للعديد  أساساً  المتحركة  الأجسام  لاحقة 

 . وطريقة عيشنا

 مشكلة البحث 2.1

تحديات جوهرية في الحفاظ على  (Single Object Tracking SOT) تواجه أنظمة الملاحقة البصرية التقليدية للهدف الواحد

التحديات ظاهرة اختفاء الهدف المعقدة. تشمل هذه  ، والتغيرات  Occlusion  دقة ووثوقية الملاحقة في السيناريوهات الواقعية 

الكبيرة في مظهر الهدف وحجمه، ووجود أهداف مشابهة في المشهد، بالإضافة إلى الحركة السريعة غير المتوقعة لكل من الهدف 

العديد من الحلول المتطورة القائمة على التعلم العميق، رغم دقتها العالية، تتطلب موارد حاسوبية   بالإضافة إلى أنوالكاميرا.  
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نشرها إمكانية  من  يحد  مما  بالزمن    Deployingكبيرة،  معالجة  تتطلب  والتي  المحدودة  الموارد  ذات  العملية  التطبيقات  في 

 الحقيقي، مثل أنظمة المراقبة على الطائرات بدون طيار.

 تمهيد لأهداف البحث

نموذج   نتحدث عن  يلي  أن    AiAtrackفيما  البحث، حيث  أهداف  في  لـ    AiAtrackالوارد  اختصار   Attention in)هي 

Attention track  (    أهداف تعتمد على نموذج المحول بشكل رئيسي سنستفيض  أو الانتباه داخل الانتباه. وهي إجرائية ملاحقة

 إلى الانتباه داخل الانتباه. (AiA)ونشير بالرمز  بالحديث عنها أيضاً في فصل الدراسات المرجعية.

، تقوم بتحسين أداء الملاحقة  Single Object trackersفهي إجرائية تضاف إلى الملاحقات الأحادية    Neighbor trackأما  

 من خلال ملاحقة جار الهدف إضافةً للهدف الأساسي وسيتم التحدث عنها مفصلاً أيضاً.  في حالات الاختفاء

 أهداف البحث  1.3

  Transformers   لملاحقة الأهداف، والذي يعتمد على بنية المحولات AiATrack إعادة تنفيذ نموذج  : التنفيذ والتقييم .1

 . GOT-10k واسعة النطاق، وتدريبه على مجموعة بيانات  (AiA) " وي حسّن بواسطة آلية "الانتباه داخل الانتباه

نفذ على مجموعة البيانات القياسية  : التحقق من الأداء .2 ومقارنة نتائجه مع   UAV123 التحقق كمياً من أداء النموذج الم 

 .تلك المنشورة في الأدبيات لضمان صحة التنفيذ

باستخدام فيديوهات مخزنة مسبقاً   (CSRT) إجراء تقييم نوعي مقارن مع خوارزمية ملاحقة تقليدية  :المقارنة العملية .3

 .  Robustnessخرى بالزمن الحقيقي، لقياس مستوى التحسن في الاستقرار والدقة والصلادةأو

   NVIDIA Jetson Xavier    NX ذو موارد محدودة  مدمجنشر النموذج بنجاح على نظام    :اختبار الجدوى العملية .4

 .ثبات قدرته على العمل في تطبيقات عملية تتطلب كفاءة في الطاقة والأداءلإ

     من خلال دمجه مع إجرائية ما بعد المعالجة    تهووثوقياقتراح اتجاه مستقبلي لتحسين دقة النموذج    :استشراف المستقبل .5

NeighborTrack  لتعامل مع السيناريوهات الأكثر تعقيداً ل . 
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 المسائل التي يعمل على حلها البحث 1-4

 :يعمل هذا البحث على معالجة المسائل العملية والعلمية التالية

الملاحقة في ظل   .1 أداء  المختلفةضعف  التعامل مع   :التحديات  في  التقليدية  الخوارزميات  أداء  معالجة مشكلة ضعف 

 .التحديات الشائعة مثل اختفاء الهدف، ووجود خلفيات مزدحمة أو أهداف مشابهة

سد الفجوة بين نماذج التعلم العميق عالية الدقة التي تتطلب قوة حوسبة كبيرة، وبين متطلبات    :الفجوة بين الدقة والكفاءة .2

 .ذات موارد محدودة مدمجةالتطبيقات العملية التي تحتاج إلى أنظمة قادرة على العمل بالزمن الحقيقي على منصات 

تعزيز قدرة نظام الملاحقة على استعادة الهدف بعد فقده بشكل كامل )مثل حالات الاختفاء    :الملاحقة  وثوقيةتحسين   .3

 .الطويلة(، وهي نقطة فشل حرجة في العديد من الخوارزميات

مع الأبحاث    ي عملي تم اختباره وتحقيقه لأداء متماش AiATrack تقديم نموذج   :توفير نموذج عملي قابلة للتطوير .4

  الذاتية الأصلية، مع إثبات إمكانية تشغيله على أجهزة حقيقية، مما يمهد الطريق لاستخدامه في تطبيقات مثل المراقبة  

 . والأنظمة المستقلة

 التحديات في ملاحقة الأهداف    5.1

 :نذكر منهاعدة تحديات  ملاحقة الأهدافتواجه 

 .عندما تختفي الأهداف خلف عوائق:  (Occlusion) الاختفاء المؤقت •

صعوبة التمييز بين الأهداف المتشابهة في المظهر أو الحركة )خاصة في   : (Similar Objects) تشابه الأهداف  •

 .تتبع شخص بين حشد، أو مركبة بين سيارات متشابهة مثل  .البيئات المزدحمة(

 (Kalman Filterفشل المرشحات التقليدية )مثل  :   (Maneuvering Targets) الأهداف ذات الحركة المفاجئة •

 .الأهداف التي تغير اتجاهها أو سرعتها فجأة ملاحقةفي 
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المفاضلة بين الدقة والسرعة في التطبيقات التي تتطلب     (Real-Time Processing) :الزمن الحقيقيبالمعالجة   •

احتياجات حاسوبية عالية، خاصة عند استخدام نماذج مثل   ولكنها تتطلب   .استجابة فورية )مثل السيارات ذاتية القيادة(

Transformers  . 

الغبار على دقة  : التغيرات في الإضاءة والظروف الجوية  • القوية، الأمطار، الضباب، أو  تأثير الإضاءة الضعيفة أو 

 .الملاحقة

التغير في الزاوية )مثل دوران    تغير شكل الهدف بسبب  : (Appearance Variations) في مظهر الهدف  التغيرات •

 .الوجه أو المركبة(

عدة أهداف متحركة في نفس الوقت )خاصة عند    ملاحقةصعوبة    : (Multi-Target Tracking) الأهدافتعدد   •

 .ومن التحديات التي تواجه هذا النوع من الملاحقة  تقاطع مساراتها(

o ارتباط البيانات : (Data Association) تحديد أي اكتشاف ينتمي إلى أي هدف. 

o الهويات المتغيرة (ID Switches)   :خطأ في تبادل هويات الأهداف المتشابهة. 

الحصول على مجموعات بيانات    في  صعوبةإذ أن  هناك     (Limited Labeled Data) :نقص البيانات المُعلَّمة •

علَّمة لتدريب نماذج التعلم العميق  Data) التوليد التلقائي للبياناتوإحدى الحلول لحل هذه المشكلة اللجوء إلى    .كبيرة وم 

Augmentation). 

 الملاحقة القائمة على التعلم العميق والملاحقة التقليدية    6.1

تعتمد الأنظمة    .في مجال ملاحقة الأهداف، يشهد العالم تحولاً جذرياً من المناهج التقليدية إلى نظم التعلم العميق الأكثر تطوراً 

الكلاسيكية مثل مرشحات كالمان  Particleومرشح     Kalman filterالتقليدية بشكل أساسي على تقنيات معالجة الإشارات 

filter   والتي رغم فعاليتها في بعض السيناريوهات البسيطة، إلا أنها تعاني من قصور واضح في التعامل مع الحركات المعقدة ،

 .غير الخطية أو حالات اختفاء الأهداف الجزئي خلف العوائق
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تتفوق  إذ تلقائياً من البيانات،  السماتأما ثورة التعلم العميق فقد غيرت قواعد اللعب تماماً. بفضل قدرتها الفائقة على استخلاص 

بشكل لافت في دقة وكفاءة الملاحقة. تأتي هذه القوة   (Transformers) المحولات ونماذج  SiamRPN النماذج الحديثة مثل

في تحليل الخصائص المكانية، بينما تتخصص  (CNNs) التلافيفيةلتعلم العميق، حيث تبرز الشبكات العصبية امن تنوع بنى 

الزمنية، وتتميز نماذج المحولات بقدرتها الفريدة على فهم السياق  السلاسلفي معالجة  (RNNs) العودية العصبونيةالشبكات 

 .العام بشكل متوازٍ وفعال

   .هذا التحول التقني لم يرفع فقط من دقة أنظمة الملاحقة، بل فتح آفاقاً جديدة للتطبيقات التي كانت تعتبر مستحيلة في السابق

 

  وتطبيقاته في الرؤية الحاسوبية  (Transformer model) نموذج المحول    7.1

 وملاحقة الأهداف 

من مجال معالجة اللغات الطبيعية إلى عالم رؤية الحاسوب، حيث بدأت   كبيراً تطوراً   (Transformers) شهدت نماذج المحولات

، قبل أن تنتقل لتحقق نجاحات كبيرة في تحليل الصور عبر نماذج مبتكرة  GPTو   BERTرحلتها مع نماذج لغوية شهيرة مثل  

  Objects.أغراضللكشف عن  DETR ونموذج Vision Transformer (ViT) مثل

)سنتحدث عنها مفصلاً في  تتميز هذه النماذج بقدرات فريدة تجعلها متفوقة على التقنيات التقليدية، حيث تعتمد على آلية الانتباه  

المرجعية( الدراسات  بمعالجة متوازية     فصل  تتميز  النص، كما  أو  الصورة  أجزاء  بين  المعقدة  العلاقات  فهم  تمكنها من  التي 

 .وسريعة للبيانات، مع مرونة عالية تسمح بتطبيقها على مختلف أنواع المهام البصرية واللغوية

الحاسوبالفي مجال   العام للصور يةرؤية  السياق  التحديات، حيث تتفوق في تحليل  للعديد من  متقدمة  النماذج حلولاً  ، تقدم هذه 

أو حركات غير منتظمة. كما تتيح هذه التقنية استخدام نموذج   Occlusionاختفاء  والتعامل مع المشاهد المعقدة التي تحتوي على  

واحد للعديد من المهام مثل التعرف على الأشياء وتجزئة الصور وتتبع الحركات، مع تحقيق دقة عالية خاصة عند التعامل مع 

 .كميات كبيرة من البيانات
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لكن هذا التقدم التقني لا يخلو من التحديات، حيث تتطلب هذه النماذج موارد حاسوبية كبيرة وكميات ضخمة من البيانات للتدريب.  

الأهداف، نظراً لقدرتها الفائقة على فهم أنماط الحركة والتعامل بفعالية   ملاحقةرغم ذلك، تظل نماذج المحولات خياراً مثالياً لمهام  

 .، مما يفتح آفاقاً جديدة في مجالات المراقبة الذكية والتحليل البصري المتقدمللأغراضمع حالات الاختفاء الجزئي 

 نظرة عامة على الفصول التالية  8.1 

لفهم ملاحقة الأهداف المرئية، نمرعبر الفصول القادمة بشكل مترابط، حيث نبدأ من الأسس النظرية وننتهي بالتطبيقات العملية 

 .والرؤى المستقبلية

 الفصل الثاني: دراسة نظرية ومرجعية في ملاحقة الأهداف المرئية

قة"، ونقوم بمسحٍ لأنواع  هنا نستفيض في الإطار النظري والمرجعي للملاحقة حيث نستكشف التعريف الجوهري لمفهوم "الم   لاح 

الإجرائيات المختلفة المستخدمة في هذا المجال. بعد ذلك، ننتقل إلى قلب التقنية الحديثة باستعراض أنواع الملاحقات القائمة على 

ت ستخدم كأرضية   التعلم التي  القياسية  المعطيات  المجال. وسنتعرف على مجموعات  في هذا  نقلة نوعية  العميق، والتي شكلت 

التقييم، مثل   التي شاركت في وضع معايير  البحثية  المساهمات  أهم  إلقاء الضوء على   UAV123للتجارب والمقارنات، مع 

Benchmark . 

 لملاحقة الأهداف  AiATrack الفصل الثالث: خوارزمية

نبدأ بمقدمة تمهيدية    . AiATrackبعد تأسيس القواعد النظرية، نقوم بتسليط الضوء على إحدى الخوارزميات المتقدمة، وهي  

التي تشكل أساسها وجوهرها. سنشرح الهيكلية  (AiA)“ الانتباه داخل الانتباه“عنها، ثم نتعمق في فهم آلية عملها من خلال وحدة  

العامة للإجرائية، وكيفية إدارتها للمراجع الزمنية لتحسين الأداء. ثم نرى كيفية تنفيذ الخوارزمية عملياً، ونستعرض المزايا التي  

 .تقدمها. وأخيراً، نختتم هذا الفصل بالتحقق من أداء الخوارزمية لتقييم كفاءتها
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 الفصل الرابع: الاختبارات والنتائج

التنفيذ والاختبار. حيث نبدأ بتفصيل بيئة التجارب والإعدادات الم ستخدمة. ثم    في هذا الفصل، نضع الخوارزمية المختارة حيز

نقدم تحليلاً كمياً للأداء على مجموعات المعطيات القياسية، يتبعه تحليل نوعي من خلال تجارب عملية. يلي ذلك تجارب لتنفيذ  

. بعد ذلك إجراء    YOLO v5باستخدام خوارزمية   (CPU) والمركزية (GPU) مقارنة عملية بين وحدة المعالجة الرسومية

النشر على الأنظمة   الصغرية وإعداد بطاقة    وقياس الأداء بالزمن  المدمجةعملية  الحواسيب  الحقيقي، بما في ذلك مقارنة بين 

Nvidia Jetson Xavier لتجارب والنتائجالشهيرة. ينتهي الفصل بخلاصة تلخص كل هذه ا. 

 الفصل الخامس: الخاتمة والآفاق المستقبلية 

والتطويرات الممكنة،  وفي الفصل الأخير نقدم خاتمة شاملة للبحث، تلخص الاستنتاجات الرئيسية والإنجازات. يلي ذلك الآفاق

 .مقدمّين توصيات ومقترحات للباحثين بعدنا

 خاتمة    9.1

شهد هذا الفصل التمهيدي الأهمية الاستراتيجية المتزايدة لتقنيات ملاحقة الأهداف في عصر الذكاء الاصطناعي، حيث أصبحت 

، والطب. كما سلط الضوء على أبرز التحديات التي تواجه هذه التقنيات، مثل  القيادةركيزة أساسية في مجالات حيوية كالأمن،  

ولمواجهة هذه التحديات، انتقل المجال من المناهج التقليدية إلى نماذج  . الاختفاء المؤقت وتشابه الأهداف ومتطلبات السرعة والدقة

الذي أضاف قدرات استثنائية في فهم السياق  Transformer التعلم العميق الأكثر كفاءة، مع التركيز على دور نموذج المحول

لبحث القادمة، بدءاً من الدراسة النظرية في الفصل الثاني، مروراً بالتطبيقات  ي مهد هذا الفصل لرحلة ا   .والتعامل مع المشاهد المعقدة

 . العملية في الفصل الثالث، ووصولاً إلى الخاتمة والآفاق المستقبلية في الفصل الرابع
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: دراسة نظرية ومرجعية في ملاحقة الثانيالفصل .2

 الأهداف المرئية

 مقدمة  1.2

، مع التركيز بشكل  (Visual Object Tracking)المرئية    لملاحقة الأهداف يقدم هذا الفصل مراجعة شاملة للإطار النظري  

يهدف   (Transformer). خاص على الخوارزميات الحديثة القائمة على التعلم العميق، ولا سيما تلك التي تستفيد من بنية المحول

 . الفصل إلى استعراض المفاهيم الأساسية والتطورات الهامة في هذا المجال

 تعريف مفهوم الملاحقة   2.2

دون الحاجة إلى معلومات مسبقة عن هذا   (Single Object Tracking - SOT) جسم واحد  ملاحقة يركز هذا البحث على

في هذا السياق، ت عرف عملية الملاحقة     (General Object Tracking) .الملاحقة العامة للأجسام الجسم، وهو ما ي عرف بـ

فقط على مظهره  عبر سلسلة متتالية من إطارات الفيديو، اعتماداً[20] )مثل موقعه وحجمه(   تقدير لحالة الجسم المستهدف بأنها

 .في الإطار الأول

ي حدد يدويًا في الإطار الأول. ي طلق على المنطقة   (Bounding Box) مستطيل محيط يتم تمثيل حالة الجسم في كل إطار باستخدام

 .، والذي ي ستخدم كمرجع للملاحقة(Template) القالب   داخل هذا المستطيل اسم

حول موقع الجسم في الإطار السابق )على   (Search Window) منطقة البحث عند معالجة إطار جديد من الفيديو، يتم تحديد

يتم ذلك لأن عملية الملاحقة لا تبحث عن الجسم   .[21]  سبيل المثال، بمساحة تعادل ثلاثة أضعاف حجم المستطيل المحيط السابق(

 .في كامل الصورة، بل فقط ضمن هذه المنطقة المحددة لتحسين الكفاءة والدقة
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 أنواع إجرائيات الملاحقة   3.2

 كما يلي: والهدف من الملاحقة يمكن تصنيف إجرائيات الملاحقة بناءً على عدة معايير تختلف باختلاف المهمة

 تبعاً لمدى الملاحقة:  •

o  المدى   ةملاحقة قصير : (Short-Term Tracking)  ،تركز على ملاحقة الأجسام في مقاطع فيديو قصيرة

 .دون الحاجة إلى إعادة تهيئة أو تحديد الهدف أثناء الملاحقة

o المدى  ةملاحقة طويل : (Long-Term Tracking)  تتعامل مع حالات أكثر تعقيداً، مثل اختفاء الهدف

 .مؤقتاً أو تغير شكله بشكل كبير

 ملاحقة بكاميرا واحدة أو عدة كاميرات. •

 ملاحقة هدف واحد أو عدة أهداف. •

 :  offline trackerأو  online tracker ملاحقة  •

، لا    offline(. في الخوارزميات  online( والخوارزميات )offline)  تختلف خوارزميات الملاحقة بين النوعين: الخوارزميات

يتم التعامل مع البيانات بشكل لحظي، بل يمكن معالجتها كاملة دفعة واحدة كما في حالة تحليل فيديو مسجل مسبقاً. هنا لا تكون  

السرعة عاملاً حرجاً، بل التركيز على دقة النتائج، حيث يمكن لنتيجة ملاحقة إطار معين أن تعتمد على الإطارات اللاحقة له.  

 التطبيقات التي لا تتطلب معالجة فورية، مثل التحليل اللاحق للفيديو في أنظمة المراقبة. هذا النوع مفيد في

فهي تعتمد في عملها على معالجة البيانات بشكل لحظي، حيث تعتمد نتيجة ملاحقة الإطار الحالي فقط   onlineأما الخوارزميات  

على الإطارات السابقة أو البيانات المتاحة حتى تلك اللحظة. هذا النوع هو الأكثر انتشاراً في التطبيقات العملية، نظراً لحاجتها 

شرة أو الملاحقة في البث الحي. تكمن قوة هذه الخوارزميات في سرعتها وقدرتها  إلى نتائج فورية كما في أنظمة المراقبة المبا

على تقديم النتائج بشكل فوري، رغم أنها قد تفقد بعض الدقة مقارنة بالنوع غير السببي. يعتمد اختيار النوع المناسب على طبيعة 

 التطبيق وما إذا كان الأولوية للدقة أو السرعة في التنفيذ.
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 يركز هذا البحث على دراسة خوارزميات الملاحقة السببية )الملاحقة الآنية( التي تعمل ضمن شروط محددة تشمل: 

 استخدام كاميرا وحيدة )نظام أحادي الكاميرا( •

 نطاق ملاحقة قصير المدى  •

 (Real-Time Processingتنفيذ عمليات الملاحقة بالزمن الحقيقي ) •

  CSRT (Channel and Spatial Reliability Tracker )الملاحق  4.2

رتباط التمييزي ذو الوثوقية المعروف تقنيًا بمرشح الا CSRT  (Channel and Spatial Reliability Tracker  )  ملاحقي عد  

والمكانية العميق  القنوية  التعلم  مبادئ  على  لايعتمد   .Deep learning  ،  من مكتبةويعد  في  المتطورة  الأدوات  أبرز   أحد 

OpenCV     المخصصة لمهمة ملاحقة الأغراض داخل الفيديوهات بشكل دقيق. وتعتمد فكرة هذا النظام على مبدأين أساسيين

ي  يمنحانه تفوقًا ملحوظًا في جودة الملاحقة؛ المبدأ الأول هو الوثوقية المكانية التي تسمح للملاحق بتحديد الأجزاء الفعلية التي تنتم

المراد ملاحقته وتجاهل ضجيج الخلفية المحيطة به، مما يجعله قادرًا على ملاحقة الأغراض غير منتظمة الشكل بكفاءة    هدفلل

عالية وتعديل نطاق البحث ديناميكيًا. أما المبدأ الثاني فهو الوثوقية القنوية التي تمنحه القدرة على تقييم جودة الخصائص المرئية  

ة مثل الألوان والأشكال، حيث يقوم النظام بتعديل تركيزه تلقائيًا ليعتمد على الخصائص الأكثر وضوحًا وثباتاً في حال المختلف

  لملاحقة ميزات متعددة    الملاحقيستخدم  حيث    .تغيرت ظروف الإضاءة، مما يضمن استمرارية الملاحقة حتى في البيئات المتقلبة

 (Channel) بتقييم كل قناة  ةقوم الخوارزميت  .وأسماء الألوان HOG (Histogram of Oriented Gradients) مثل   الهدف

 ."أن "قناة الألوان" لم تعد موثوقة، فيعطي وزنًا أكبر لـ "قناة الشكل أو الحواف الملاحق؛ فإذا تغيرت الإضاءة فجأة، يدرك 

وبالرغم من أن هذا النظام يتمتع بقدرة فائقة على الصمود أمام التحديات الصعبة مثل دوران الجسم أو تعرضه للحجب الجزئي 

خلف أجسام أخرى، إلا أن هذه الدقة العالية تتطلب مجهوداً حوسبيًا أكبر مقارنة بخوارزميات الملاحقة الأخرى الأبسط. فبينما  

على تقديم ملاحقة رصينة ومستقرة بمعدل إطارات   CSRTات هائلة على حساب الدقة، يركزتسعى أنظمة أخرى لتحقيق سرع 

 ً على المعالجات القياسية، وهو ما يجعله الخيار الأمثل للمشاريع التي تضع الدقة في مقدمة أولوياتها مثل أنظمة المراقبة    عالي نسبيا
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الذكية وتحليل الفيديوهات المسجلة. ومن هذا المنطلق، يبرز هذا النظام كأداة قوية توازن بين التعقيد البرمجي والنتائج الواقعية، 

 .موفرًا للمطورين حلًا يعتمد عليه عند ملاحقة الأهداف في ظروف بصرية غير مثالية

 

 Deep learningأنواع الملاحقات القائمة على التعلم العميق    5.2

 :[ تصنيفاً شاملاً لخوارزميات الملاحقة القائمة على التعلم العميق، حيث يمكن تقسيمها إلى الفئات الرئيسية التالية3يقدم المرجع ]

 المستخدمة  الشبكةبنية  2-4-1

 او شبكة مصممة خصيصاً لغرض الملاحقة  Transformer,GAN,RNN,SNN,CNNإما ان تكون شبكات 

 CNN Convolutional Neural Networksالشبكات العصبونية التلافيفية  •

( مكوناً أساسياً في العديد من خوارزميات الملاحقة الحديثة، Convolutional Neural Networksت عد الشبكات التلافيفية )

الشبكات   تتميز هذه  التدريب.  بيانات  توفر كميات كافية من  بدقة عند  الأهداف ووصفها  تمثيل  في  العالية  لكفاءتها  وذلك نظراً 

الهرمية والتعرف على الأنماط المعقدة، مما يجعلها متفوقة على غيرها من الأساليب في تمثيل   السماتبقدرتها على استخلاص  

 الأهداف. 

( الفعلية  الملاحقة  عملية  أثناء  التدريب  في  استخدامها  محاولة  عند  كبيراً  تحدياً  تواجه  الشبكات  هذه  فإن  ذلك،   onlineومع 

training  الزمن الحقيقي أمراً ب(، حيث أن متطلباتها الحسابية المرتفعة والتعقيد الكبير في بنيتها يجعلان عملية التكيف والتحديث

 غير عملي في كثير من الحالات. هذا القصور يحد من استخدامها في التطبيقات التي تتطلب تحديثاً مستمراً للنموذج أثناء التشغيل.
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 . CNN Convolutional Neural Networks[22]الآلية العامة للشبكات العصبونية التلافيفية :  1-2شكل  

عن    (1-2)الشكل   عبارة  مكونات (Convolutional Neural Network - CNN)  تلافيفية  عصبونيةشبكة  هو  حيث   ،   

 :على النحو التالي  معمارية الشبكة

أبعادها    : (Input Image) الدخل ❖ بصورة  الشبكة  الرقم    3×227×227تبدأ  ألوان    3)حيث  الأحمر RGBيمثل   :

 والأخضر والأزرق(.

. هذه هي CONV 5x5و  CONV 11x11لاحظ وجود مربعات مثل ن : (CONV Layers) يةطبقات التلافيفال ❖

 )مثل الحواف، الألوان، والأشكال المعقدة لاحقاً(.  السماتالتي تمر على الصورة لاستخراج  المرشحات

وظيفة هذه الطبقة هي تصغير حجم البيانات مع الحفاظ على أهم   Max pool 3x3:   (Max Pool) طبقات التجميع ❖

  (Overfitting).المعلومات، مما يساعد في تسريع الحسابات وتقليل

  المرشحاتيتم "تسطيح" كل المعلومات التي استخرجتها  : (Fully Connected - FC) الطبقات المتصلة بالكامل ❖

 .واحد طويل لاتخاذ القرار النهائي (Vector) متجهوتحويلها إلى 

. هذا يعني أن الشبكة قادرة على تصنيف الصورة إلى  Softmax 1000تنتهي الشبكة بـ  :(Softmax) الخرج طبقة  ❖

 فئة مختلفة )مثل: كلب، قطة، سيارة، إلخ(، حيث تعطي كل فئة نسبة احتمالية. 1000واحدة من 
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 SNN Siamese Neural Networksالشبكات التوأمية 

، يكون مدخل الشبكة الأولى هو القالب الملاحقةمتطابقتين في الهيكل والأوزان. في معظم تطبيقات    عصبونيتينتتألف من شبكتين  

ينما يمثل مدخل الشبكة الثانية نافذة البحث. لقد انتشر استخدام هذا النوع من الشبكات في خوارزميات  ، ب  Templateالمستهدف

   offline. ، حيث يتم تدريب الشبكة مسبقًاالملاحقةبالزمن الحقيقي؛ نظرًا لأنها لا تحتاج إلى تحديث الأوزان أثناء عملية    الملاحقة

كما في     GOTURN[4]كما يمكن استخدام أي نوع من الشبكات داخل الإطار التوأمي، مثل الشبكات التلافيفية في خوارزمية  

 . SwinTrack[5]كما في نموذج  Swin[6] ، أو محول(2-2)الشكل 

 

 . [4]تلافيفية الذي يستخدم شبكة توأمية مع  GOTURNبنية الملاحق :   2-2  شكل  

 

 :   ]2 [( etworkNeural Necurrent RRNN) العوديةالشبكة العصبونية  •

هي نوع من الشبكات العصبونية المصممة لمعالجة البيانات التسلسلية من خلال الاحتفاظ بحالة داخلية   العوديةالشبكة العصبونية  

على نطاق واسع في مهام معالجة اللغة الطبيعية والتعرف على الكلام وتحليل  العودية. تستخدم الشبكات العصبونية   [2]أو ذاكرة

خطوة بخطوة، حيث تأخذ إدخالًا في كل خطوة زمنية وتحدثّ حالتها الداخلية  العوديةالسلاسل الزمنية. تعمل الشبكات العصبونية  

السابقة والحالة  الحالي  الإدخال  على  ) بناءً  الطبيعة  (3-2الشكل  تسمح  العصبونية   العودية.  العلاقات  العوديةللشبكات  بالتقاط 
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العصبونية   الشبكات  تواجه  قد  ذلك،  التسلسلية. ومع  البيانات  في  التدرجي   العوديةوالمعلومات  التلاشي   Vanishingمشكلة 

Gradientمما يقيد قدرتها على التقاط العلاقات طويلة المدى ،. 

 

 . RNN recurrent neural networks [23] العوديةنماذج تسلسل حالات الشبكات : 3-2  شكل  

تهدف هذه الشبكات   (Unrolled). المفرودة  وضعيةالفي   (RNN) العودية  العصبونيةمعمارية الشبكة  (3-2) الشكل  وضح  ي

 حيث تمثل الرموز وفقاً لما يلي: .بشكل أساسي إلى التعامل مع البيانات المتسلسلة، مثل الجمل النصية أو البيانات الزمنية

tx 
هو الكلمة الأولى، و    x. إذا كنا نتعامل مع جملة، فإن  t)المربعات الخضراء بالأسفل(: تمثل المدخلات عند زمن معين      

x        .هو الكلمة الثانية، وهكذا 

ta 
المنتصف(: تمثل الحالة المخفية )     ( أو "الذاكرة". هذا الجزء هو الأهم، لأنه Hidden State)المربعات الزرقاء في 

 يخزن المعلومات التي تعلمتها الشبكة من الخطوات السابقة لكي تستخدمها في الخطوة الحالية.

ty 
 )المربعات الحمراء بالأعلى(: تمثل المخرجات عند كل خطوة زمنية.    

    a   .المربع الأخضر في أقصى اليسار(: هي الحالة الابتدائية، وهي تمثل ذاكرة الشبكة قبل البدء بمعالجة أي بيانات( 
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 : (Transformer) المحوّل •

من  "Attention Is All You Need" تم تقديمه أول مرة في ورقة بحثية بعنوان  أحد أنواع الشبكات العصبونية  المحوّل هو

اللغة الطبيعية عن طريق استبدال الشبكات  [1]  2017في عام    وزملائه  Vaswaniقبل   . قام المحوّل بثورة في مهام معالجة 

. يتميز المحوّل  Self-Attention بآلية الانتباه الذاتي     Recurrent Neural Network (RNN) التقليدية  العوديةالعصبونية   

في قدرته على التعامل مع البيانات التسلسلية، مثل ترجمة اللغات، وإنشاء النصوص، وتحليل المشاعر، ومعالجة الفيديو. يتم ذلك  

 .من خلال استخدام آليات الانتباه لالتقاط الترابطات بين عناصر مختلفة في تسلسل الإدخال

 (: Self-Attention)  الانتباه الذاتي •

الانتباه الذاتي، المعروف أيضًا باسم الانتباه الداخلي، هو آلية تستخدم في بنية المحوّل. يسمح للنموذج بتقدير أهمية عناصر مختلفة 

التقليدية، التي تقوم بمعالجة التسلسلات بشكل متسلسل، يمكن    العوديةداخل التسلسل عند إنشاء التمثيلات. على عكس النماذج  

لنماذج الانتباه الذاتي التقاط الترابطات بين جميع العناصر بشكل متزامن )على التوازي(. تمكّن هذه الآلية النموذج من التركيز  

 .تنمية التسلسل وتعلم التمثيل على أجزاء مختلفة من التسلسل المدخل وتعلم العلاقات السياقية، مما يؤدي إلى تحسين

 كون الملاحق يعتمد عليه بشكل رئيسي.   Transformerبنموذج المحول  أوسعسنهتم بشكل 

 Datasetمجموعة المعطيات   6.2

   UAV123 [11] A Benchmark and Simulator for UAV Tracking (Dataset)مجموعة المعطيات 

تختلف مقاطع الفيديو التي يتم التقاطها من طائرات بدون طيار منخفضة الارتفاع بشكل جوهري عن مقاطع الفيديو الموجودة في 

.  ++ALOV300و  TC128و   VOT2015و  VOT2014و  OTB100و  OTB50مجموعات بيانات الملاحقة الشائعة مثل  

مجموعة فرعية   فيها(،  2-4( تحتوي على لقطات من منظور جوي الشكل ) UAV123لذلك، نقترح مجموعة بيانات جديدة )

تسلسل   123الجديدة على إجمالي    UAV123(. تحتوي مجموعة بيانات  UAV20Lمخصصة للملاحقة الجوية طويلة الأمد )

. جميع سلاسل ++ALOV300بعد  الأغراض آلاف إطار مما يجعلها ثاني أكبر مجموعة بيانات لملاحقة  110فيديو وأكثر من 
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.  جموعات أخرىيمكن دمج مجموعة البيانات بسهولة مع مبمستطيلات محيطة بالأغراض المراد ملاحقتها.    معنونةمقاطع الفيديو  

 لمستطيلات الحدود والسمات لمجموعة بيانات الطائرات بدون طيار.    Annotationsوهي تتضمن جميع التعليقات

 

 . UAV123[11]بعض لقطات من تسلسلات : 4-2  شكل  
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 . UAV123 [11]عينة من احدى تسلسلات  :  5-2شكل   
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   UAV123مجموعة البيانات  Attributesخصائص  

 العديد من الخصائص، مذكورة في الجدول التالي:  UAV123تحتوي مجموعة البيانات 

 . UAV123[11]ص ئ لكل خاصيّة من خصا ح : شر  1-2  جدول 

 
Challenge Description 

IV Illumination Variation The lighting on the target changes significantly. 

SV Scale Variation The target's size changes (moves closer or further). 

POC Partial Occlusion The target is partially hidden behind another object. 

FOC Full Occlusion The target is completely hidden for a period of time. 

OV Out-of-View Part of the target leaves the camera frame. 

FM Fast Motion The target moves more than 20 pixels between frames. 

CM Camera Motion Abrupt or shaky movement of the camera itself. 
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BC Background Clutter The background looks very similar to the target. 

SOB Similar Object Other objects of the same type/shape are near the target. 

ARC Aspect Ratio Change The proportions (width/height) of the target change. 

VC Viewpoint Change The target is seen from a significantly different angle. 

LR Low Resolution The target is very small (less than 400 pixels). 

، حيث يشير الرقم أعلى الأعمدة إلى عدد   Attributeيبين توزع نسبة وجود كل من هذه الخصائص(6-2) وفيما يلي شكل  

 Scaleمقطع يحتوي على    109)مقاطع الفيديو( التي تحتوي هذه الخاصية، وكمثال تحتوي مجموعة البيانات على    السلاسل

Variation  من إجمالي مقاطع مجموعة البيانات.  %89وهي تشكل نسبة 
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 . UAV123[11]نسبة تواجد كل خاصية في مجموعة المعطيات  6-2  شكل  

 . UAV123( النسبة المئوية لكل خاصية من خصائص مجموعة المعطيات 2- 2)يمثل الجدول  

 . UAV123[11]: يبين النسبة المئوية لكل خاصيّة من خصائص    2-2  جدول 
 

Challenge Name Value Percentage 

SV Scale Variation 109 89% 

ARC Aspect Ratio Change 68 55% 

LR Low Resolution 48 39% 

FM Fast Motion 28 23% 

FOC Full Occlusion 33 27% 
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POC Partial Occlusion 73 59% 

OV Out-of-View 30 24% 

BC Background Clutter 21 17% 

IV Illumination Variation 31 25% 

VC Viewpoint Change 60 49% 

CM Camera Motion 70 57% 

SOB Similar Object 39 32% 

 

 UAV123 benchmark المشاركة فيأهم المقالات    7.2

هناك العديد من المقالات التي تمت كتابتها والتي تحتوي على نماذج في سياق    UAV123 benchmarkفي مضمار المنافسة  

 UAV123خاص بالمضمار    meta AIمأخوذ من موقع    (2-2)أعلى، وفيما يلي جدول    AUCالتنافس للحصول على معيار  

benchmark   وقبل التعرض لهذه المقالات نعرف المعيار يبين هذه المقالات .AUC. 
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 AUCالمعيار 

 Receiverاختصاراً لـ    ROCأو المساحة تحت المنحني. ويقصد بالمنحني هنا منحني    AUC  (Area under curve)المعيار  

Operating Catachrestic  عتبات ل بالنسبةنجاح الملاحق  معدل. وهذا الأخير هو عبارة عن رسم لIoU   2)كما يبين الشكل-

7.) 

 

 .IoUمنحنيات معدل نجاح الملاحقة بالنسبة لعتبات : يعبر عن   7-2 الشكل 
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 الأعلى.  AUCوهي مرتبة بحسب المعيار  UAV123 benchmark: المقالات التي تضم النماذج المشاركة في مضمار 2-2  جدول 

 

والتي هي   benchmark    UAV123فيما يلي  تفاصيل عن مقالتين أساسيتين جرى انتقاءهما بعناية من المقالات المشاركة فيو

 محل اهتمامنا: 

1) AiATrack: Attention in Attention for Transformer Visual Tracking   في الجدول (  7)المقالة رقم  
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2)  NeighborTrack: Improving Single Object Tracking by Bipartite Matching with Neighbor  

Tracklets ( في الجدول 2المقالة رقم  ) 

 

 :  [7]المقالة الأولى 

AiATrack: Attention in Attention for Transformer Visual Tracking 

 ملخص النقاط الرئيسية من المقالة:

لمعالجة المسائل المتعلقة    Attention in Attention (AiA) :"الانتباه  داخلتقدم المقالة وحدة جديدة ت سمى "الانتباه   •

القياسية )التقليدية(. تسعى وحدة  Independent correlationبحساب الارتباط المستقل   آلية الانتباه  إلى   AiA في 

 .لتعزيز الارتباطات المناسبة وكبح الارتباطات الخاطئةات تحقيق توافق بين جميع الارتباط

في إطار عمل    cross attention  التقاطعيوالانتباه    self attentionفي كتل الانتباه الذاتي   AiA يمكن إدراج وحدة •

 . Transformerالأهداف باستخدام المحولات  ملاحقة

مبسّط ي عيد استخدام السمات المرمزة   Streamlined Transformer tracking frameworkتقدم المقالة إطار عمل   •

بكفاءة، وي دخل تضمينات قابلة للتعلم للهدف والخلفية للاستفادة بشكل أفضل من الإطارات المرجعيّة الزمنية الطويلة 

 .والقصيرة المدى

 ,   LaSOT   ,  , TrackingNet , GOT-10k   NfS30أظهرت التجارب على ستة مجموعات بيانات مختلفة )   •

UAV123 , OTB100أن الملاحق ) AiATrack     ًيحقق أداءً رائداState of the Art     إطارًا   38بالزمن الحقيقي

 (.FPS 38) في الثانية

التي ت حسن آلية الانتباه، مما يؤدي إلى إطار عمل متقدم لملاحقة الأهداف   AiA وباختصار، الابتكار الرئيسي هو وحدة

 .بأداء قوي  Transformerقائم على  المحولات 
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 AiAtrackشرح آلية عمل الانتباه ضمن الانتباه في  .1

. حيث يوضح الجزء الأيسر من الشكل  AiAتوضيح للفكرة الرئيسية التي بني عليها ملاحق الأهداف    (7-2)في الشكل  

النموذجي. وإلى اليمين، تشير العقد إلى سمات في مواضع مختلفة في خريطة السمات.   Transformerإطار ملاحقة  

 و   queriesلكتلة الانتباه الذاتي. تمثل الروابط بين العقد الارتباطات بين    queries and keys   تعمل هذه العقد كـ

keys   في آلية الانتباه. بعض ارتباطات العقدة ذات اللون الأخضر خاطئة لأنها مرتبطة بالعقد في مواضع غير ذات

يمكننا   الخارجية(،  الانتباه  بواسطة كتلة  )المحسوبة  الخام  الارتباطات  المقترحة على  الوحدة  صلة. من خلال تطبيق 

مثال العقدة ذات اللون البني( التي يمكن أن توفر إشارات  البحث عن إجماع من ارتباطات العقد الأخرى )على سبيل ال

 طات المناسبة. بهذه الطريقة، يمكن تحسين جودة الارتباطات. داعمة للارتبا

 

 . AiA[7]: فكرة آلية عمل الانتباه ضمن الانتباه   7-2شكل   

 : [7]في المقالة المقترحة  AiA وحدةبيان تأثير  .2

قبل وبعد التحسين بواسطة وحدة    Correlation vectorsيتم إظهار العديد من متجهات الارتباط    (8-2)  في الشكل

AiA  يمكن ملاحظة أن الارتباطات الخاطئة يتم قمعها بشكل فعال ويتم تعزيز الارتباطات المناسبة باستخدام وحدة . 

AiA  [7] . 
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 . AiA[7]قبل وبعد التحسين بواسطة وحدة  Correlation vectors: متجهات الارتباط 8-2شكل   

 : AiAالنتائج التي حققها الملاحق  .3

الوحدة   نتائج    AiAإن إضافة  )قد حققت  الجدولين  يبينها  بيانات  (4-2)   ( و2-3متقدمة  وذلك على ستة مجموعات 

الكبيرة   المجموعات  من  تعد  مجموعات  ثلاث  منها  و   LaSOTوهي    (Large Scale Datasets)مختلفة. 

TrackingNet    وGOT-10k    وثلاثة أخرى من مجموعات البيانات الصغيرة(Small Scale Datasets)    وهي

UAV123 وOTB100 وNfS30 :وذلك كما يبين الجدولين . 
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 .  GOT-10k[7]و  TrackingNetو  LaSOT: مقارنة بين أحدث نماذج الملاحقة على   3-2  جدول 

 

 

أنّ أفضل نتيجتين باللونين الأحمر والأزرق على التوالي. تعتمد جميع نماذج الملاحقة المذكورة أعلاه      )  (3-2يظهر الشكل  

 . كمستخلص سمات للشبكة  ImageNet-1kالمدربة مسبقاً على  ResNet-50على 

ً   يظهرو الظاهرة باللون الأحمر وذلك بالاختبار على ثلاثة مجموعات معطيات    AiAtrackالجدول تفوق إجرائية    أيضا

وبقية المعايير     P-normو  AUCوذلك بالنسبة للمعايير    GOT-10k  و TrackingNet و   LaSOTكبيرة وهي  

 وتتفاوت باقي الاجرائيات في هذه المعايير.  الموضحة في الجدول

 

  Small Scale Datasetsعلى مجموعات البيانات الصغيرة   AiAنتائج نموذج 
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. تظهر أفضل نتيجتين باللونين  AUC: مقارنة حديثة لمجموعات البيانات الصغيرة المستخدمة بشكل شائع بالنسبة للمعيار 4-2جدول  
 . [7]الأحمر والأزرق

 

 

الجدول   باللون الأحمر)  AiAtrackتفوق إجرائية    4-2يظهر  معطيات  الوذلك بالاختبار على مجموعات    (الظاهرة 

واحتلت المرتبة الثانية    AUCرياللمعبالنسبة    لت المرتبة الأولى وذلكتإذ اح  NfS30و UAV123 وهي    متوسطةال

 . )باللون الأزرق(  OTB100عند الاختبار على مجموعة المعطيات

 

 AUCبالنسبة للمعيار  La-SOTالقائم على خصائص المجموعة  التقييم .4

مع تحقيق تحسن كبير في أنواع    La-SOTأفضل أداء في جميع خصائص مجموعة البيانات    AiAيحقق الملاحق  

والتشوه     Camera motionوحركة الكاميرا     Background clutterمختلفة من السيناريوهات مثل فوضى الخلفية

Deformation :كما يوضح الشكل التالي . 
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 . AUC[7]بالنسبة للمعيار  La-SOT: التقييم القائم على خصائص المجموعة 9-2شكل   

 

 

 : [9]المقالة الثانية

NeighborTrack: Improving Single Object Tracking (SOT) by Bipartite Matching with Neighbor 

Tracklets 

 

 فكرة المقالة: 

 (SOT) تهدف إلى تحسين ملاحقة الهدف الفردي  -ما بعد المعالجة    - ، وهي إجرائية  NeighborTrackتقدم الورقة إجرائية  

 .من خلال الاستفادة من معلومات الأهداف المجاورة لتحسين دقة الملاحقة، خاصة في السيناريوهات التي تتضمن اختفاء الأهداف
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 . Neighbor track[9]: آلية عمل إجرائية ملاحقة جار الهدف 10-2شكل   

 

 

 :Neighbor trackملاحقة جار الهدف شرح آلية 

تتلخص آلية عمل الاجرائية بمراقبة الهدف ومراقبة جاره الأقرب بنفس الوقت، وعندما يختفي الهدف وراء عائق مثلاً ويقوم  

الملاحق الهدف باقتراح الجار كأنه الهدف، تقوم هذه الإجرائية بالتصويب إذ أنه تعلم مسبقاً بأنه الجار وليس الهدف من كونها 

 تقوم بمراقبته منذ البداية.
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الثقة   الخاصة به تنخفض بشكل كبير كما هو موضح    confidence scoreعندما يمر الهدف الحقيقي بحالة اختفاء فإن قيمة 

الطبيعي  confidenceويصبح جاره الأقرب على الأرجح أعلى معدل ثقة    (2-11)بالشكل   الملاحق   هأن يلاحق  وبالتالي من 

 ( خطأً منه وهنا يأتي دور ملاحق الجار بالتصويب.  neighbor trackملاحق الجار  إضافةالتقليدي )من دون 

يمثل    (b-11-2والجزء السفلي من الشكل ) ،يمثل آلية العمل بدون إجرائية ملاحقة الجار (2-11الشكل )( من aالجزء الأعلى )

آلية العمل مع تركيب ملاحق الجار، حيث نلاحظ فيه وجود معدلي ثقة للهدف وجاره )المرشح الأول والمرشح الثاني( ويتبين فيه  

لجاره وإذا ما تم الاعتماد على هذه النسب تكون الملاحقة خاطئة.   0.8للهدف و     0.3أنه عند حالة الاختفاء أصبح معدل الثقة  

على أنه جار الهدف وليس الهدف فيعود الملاحق إلى    0.9ولكن بفضل إجرائية ملاحقة الجار، تقدم الإجرائية معدل الثقة للجار  

 يح.المرشح الأول رقم أنه ذو معدل ثقة منخفض وهوالهدف الصح

 النقاط الرئيسية من المقالة: 

 ،تحديات بسبب الاختفاء وتغيرات المظهر، مما يجعل من الصعب الحفاظ على دقة الملاحقة لأن الملاحقة  تواجه 

في وأيضاً   التقليدية  الطرق  اختفاء  SOT تعتمد  إلى أخطاء عند  أن يؤدي  يمكن  فقط، مما  المظهر  غالبًا على سمات 

 كان الحل المقترح من إجرائية الجار كالتالي:  .الأهداف

 .معلومات الجيران للتحقق من صحة نتائج الملاحقة وتحسينها دون الحاجة إلى بيانات إضافية أو إعادة تدريب استخدام •

معلومات الجيران لتسهيل الملاحقة   NeighborTrack ، يستخلصSOTتحليل درجات الثقة الناتجة عن تطبيق ملاحق   •

 الأكثر وثوقية.

 نتائج التجارب:  

و    GOT-10Kو  LaSOT وVOT   تم اختبار الطريقة على مجموعة متنوعة من مجموعات البيانات، بما في ذلك •

UAV123 مما أظهر تحسينات كبيرة في دقة الملاحقة والوثوقية. 
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ومؤشرات     (EAO)وتحسينات في   LaSOT على 72.25بنسبة %   AUCحققت نتائج رائدة، بما في ذلك المقياس •

 .الوثوقية

 .  Neighbor trackوهنا جدول يبين بعض النتائج التي تظهر التحسينات التي ساهمت بها إجرائية 

  Short-term trackingملاحقة قصيرة الأمد  -1

 . Nieghbor trackالتحسينات التي أضْفَتها مكاملة  :  5-2جدول  

 تحسّن في الصلادة 

Robustness 

 متوسط التحسّن 

 بالنسبة للمعيار 

EAO 

Base model 

2.11% 
1.92% 

Ocean 

OSTrack 

TransT 

مع ثلاثة إجرائيات شهيرة    neighbor trackملاحقة الجار    مكاملة إجرائية( متوسط التحسن الذي أضفته  5-2يبين الجدول )

Ocean, OSTrack,TransT  بالنسبة للمعيار  . وذلكEAO  (Expected Average Overlap)  النسبة  ن  أيضاً تحسّ و

 . لصلادةلالمئوية 

 

 Mid-and longبالنسبة للملاحقات طويلة الأمد  -2
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 . OSTrackعلى إجرائية  Nieghbor track: نتائج إضافة    6-2جدول  

Score Metrics Dataset Base model 

72.25% AUC LaSOT 

OSTrack 

75.7% AO GOT-10K 

 

  OSTrackمع    neighbor trackالتحسن بالنتائج الذي اضفته مكاملة إجرائية ملاحقة الجار  (  6-2وأيضاً يبين الجدول )

النطاق   واسعة  الأمد  LaSOTو    GOT-10Kعلى مجموعتي معطيات  الملاحقات طويلة  أجل  كان  التحسّ   .وذلك من  ن 

 . AO (Average Overlap)و  AUC  (Aera under Curve) بالنسبة للمعيارين

 

 

 UAV123تحسن بالمعايير على مجموعة معطيات   -3

 . Neighbor[9]ن الذي أضْفَته مكاملة اجرائية  س تظهر التح Neighbor Track: نتائج مأخوذة من المقالة 7-2  جدول 

، يوضح OSTrack384مع  neighbor trackالذي اضفته مكاملة إجرائية ملاحقة الجار التحسن الذي  ( 7-2يوضح الجدول ) 

إجرائية   oursاللون الأحمدر المرتبة الأولى واللون الأزرق المرتبة الثانية واللون الأخضر المرتبة الثالثة. المقصود بكلمة 
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neighbor track  ونلاحظ أيضاً أن إضافة الاجرائية قد خفضت سرعة تنفيذ الاجرائية، إذ نلاحظ أن الإجرائية الأصلية .

OSTrack384 .بدون إضافات هي الأسرع 

 : [9]بعض نتائج التجريبية

 

واللون الأحمر هو   ground truth. اللون الأخضر هو ostrackالى   neighbor track: نتائج تجريبية لإضافة إجرائية 11-2شكل   
 . neighbor [9]واللون البنفسجي الملاحقة بعد إضافة  neighborبدون إضافة  ostrackإجرائية الملاحقة  

)اللون الأحمر( قد تغلبت على حالات الاختفاء في    NeighborTrackأن الملاحقة بعد إضافة  (11-2الشكل )حيث نلاحظ من 

. بينما نلاحظ أن Flag-2)في أسفل الشكل(    3المثال     deformationوأيضاً تغلبت على حالة    bicycle-9و    dog-1مثالي  

 )اللون البنفسجي( قد أضاعت الهدف في هذه الحالات. NeighborTrack الملاحقة بدون 
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 :NeighborTrackالمقالة   خلاصة

الدقة   NeighborTrack تمثل لتحسين  الجيران  معلومات  من  الاستفادة  خلال  من  الفردية  الأهداف  ملاحقة  في  كبيرًا  تقدمًا 

والوثوقية في السيناريوهات الصعبة. إن قدرة الطريقة على الاندماج بسلاسة مع الشبكات الحالية تبرز تطبيقها العملي في مهام 

 .الملاحقة في التطبيقات العملية

 خاتمة    8.2

هذا الفصل الطريق لفهم عالم ملاحقة الأهداف في مقاطع الفيديو، حيث بدأ بتعريف هذه المهمة على أنها عملية ملاحقة جسم    مهّد

معين عبر سلسلة من اللقطات، معتمدين فقط على مظهره في المشهد الأول. ركز بحثنا بشكل خاص على ملاحقة جسم واحد  

 .بالزمن الحقيقي، باستخدام كاميرا واحدة

نطلق الفصل ليستعرض الركائز التقنية التي تقف خلف هذه المهمة المعقدة، فتحدث عن تقنيات التعلم العميق التي أحدثت ثورة  اثم  

 .في هذا المجال، مثل نموذج المحوّل التي تستخدم آليات الانتباه لفهم العلاقات المعقدة داخل المشهد

، والتي   UAV123 ولضمان اختبار هذه الخوارزميات في بيئة قريبة من الواقع، قدم الفصل مجموعة بيانات متخصصة تسمى

تحديات حقيقية مثل اختفاء الجسم أو تغير حجمه أو تحرك  لمن طائرات بدون طيار، وتعرض    مصورةتتكون من لقطات جوية  

 .الكاميرا بسرعة

ستعرض الفصل أبرز ما توصل إليه العلم حديثاً في هذا المضمار، من خلال عرض ملخص لدراستين رائدتين: الأولى اوأخيرًا،  

التي تستفيد من المعلومات   NeighborTrack وتحسن من دقة آلية الانتباه داخل المحولات، والثانية وهي AiATrack تسمى

 .الموجودة حول الهدف لتحسين دقة ملاحقته، خاصة عندما يختفي مؤقتاً

 وبهذا، شكل هذا الفصل قاعدة معرفية متينة تهيئنا لفهم النموذج المتقدم الذي سيتم تقديمه فيما بعد. 
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  الأهدافلملاحقة  AiATrack الفصل الثالث: خوارزمية.3

 مقدمة 1.3

  . وهي الإجرائية المعتمدة في بحثنا  الأغراضالانتباه داخل الانتباه لملاحقة   AiATrack [7] خوارزمية في مشروعنا، نستخدم  

تتعامل هذه الخوارزمية مع القيود  .  (Transformer)وهي خوارزمية مطورة لملاحقة الأجسام المرئية تعتمد على بنية المحولات  

، مما يعزز جودة الارتباط ويحسن (AiA)   للانتباه داخل الانتباهالرئيسية في آليات الانتباه التقليدية من خلال تقديم وحدة جديدة  

الأداء   على  الحفاظ  مع  المدى  وقصيرة  طويلة  الزمنية  المراجع  من  كلًا  بكفاءة  الإطار  يستخدم  الملاحقة.  عملية  بالزمن متانة 

 .، مما يجعله مناسبًا بشكل خاص للتطبيقات العملية في الملاحقةالحقيقي

 (AiA) لخوارزمية الأساسية: وحدة الانتباه داخل الانتباها 2.3

 المشكلة في الانتباه التقليدي  1.2.3

بشكل مستقل من   Keysوالمفاتيح    Queriesفي المحولات العلاقات بين الاستعلامات ConvenAttn يحسب الانتباه التقليدي 

ً  a-(1-3)الشكل  يبين)  خلال الضرب النقطي القياسي  : (إلى الانتباه التقليدي a، حيث يشير الشكل عملية الضرب أيضا

( , , ) ( max ) (3 1)o

QK
ConvenAtten Q K V Soft V W

C

 
= − 

 
 

 حيث: 

(3 2)qQ QW= − 

(3 3)KK KW= − 
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(3 4)VV V W= − 

 حيث: 

𝑊𝑞    و𝑊𝑘    و𝑊𝑣  تشير إلى أوزان التحويل الخطي للاستعلاماتQueries والمفاتيح ، Keys والقيم ، Values  ،

 إلى التحويل الخطي لأوزان الاستعلامات.  𝑊0وتشير    .على التوالي Outputs والمخرجات

المختلفة،   Keysوالمفاتيح  Queriesيتجاهل العلاقات بين أزواج الاستعلامات إذاً نلاحظ أن هذا الحساب )الانتباه التقليدي( 

 .لاقات مشوشة ناتجة عن تمثيلات غير كاملة للسماتلع ةمما يجعله عرض 

 

بالإضافة إلى التفاصيل الداخلية للانتباه  ( a)ضمن آلية الانتباه التقليدية ( b ) (: يعبر عن مكان زرع آلية الانتباه الداخلية3- 1الشكل )
 الداخلي. 

 ( 3-1)السابق لشكل مكونات ا بعض شرحوفيا يلي ن

 :(Q, K, V) المداخل . 1

 :مداخلمثل أي طبقة انتباه، تعتمد الوحدة على ثلاثة 
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    Q اتالاستعلام : (Query) من إطار البحث الحالي سمات. 

    K المفاتيح : (Key) من إطارات القالب المرجعية  سمات.Reference template  

    V القيم : (Value) المعلومات الفعلية التي سيتم تمريرها. 

،  C ينتج عن ذلك مصفوفة الارتباط Softmax ثم تطبيق K في Q الخطوة الأولى هي ضرب (C) : . مصفوفة الارتباط2

 .حيث يمثل كل سطر فيها مدى ارتباط نقطة معينة في البحث بجميع النقاط في القالب

3 . AiA  التعامل مع مصفوفة الارتباط هنا يتم ،“ الانتباه داخل الانتباه“هذا هو الجزء المسمى  :الداخلية C  " سماتكأنها  "

 .Linear Normalization LNتقييس خطي   تابحد ذاتها، وتمر عبر طبق

 سمات(. النتيجة هي Vالقيمة )بفي النهاية، يتم ضرب مصفوفة الارتباط "المُحسنة"  :  (Refined Features) ارج. المخ4

 أكثر استقراراً حتى في الظروف الصعبة.   الهدف ملاحقة"نظيفة" جداً ومركزة بدقة على الهدف، مما يجعل 

 AiA(Attention in Attention) وحدة  2.2.3

 تعمل على تحسين خريطة الارتباط الأولية  آلية انتباه داخليةبإدخال  AiA تقوم وحدة

(3 5)
TQK

M
C

= − 

 :الارتباط أشعةمن خلال البحث عن إجماع بين جميع 

' '
( ) max (1 ) (3 6)

T

o

Q K
InnerAttn M Soft V W

C

  
 = + −  

  
 

 حيث: 
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'Q    و'K    و'V   في العلاقة السابقة هيiesQuer وKeys   وValues   على الترتيب التي تمت الإشارة إليها سابقاً لكن

 . c-(1-3)الفتحات تشير أنها في الانتباه الداخلي كما يبين الشكل 

 :بالشكل AiA يصبح الانتباه النهائي مع

( , , ) ( max( ( )) ) (3 7)oAttninAttn Q K V Soft M InnerAttn M V W= + − 

 مزايا الإجرائية:

 يعزز الارتباطات المتسقة   :البحث عن الإجماع •

 يوفر إشارات مكانية لتحسين الارتباط   :ترميز موضعي •

 يأخذ في الاعتبار جميع متجهات الارتباط في وقت واحد    •

 للاجرائية الهيكلية العامة    3.3

 نظرة عامة على المكونات 1.3.3

 :من AiATrack يتكون تنفيذنا لـ

 السمات لاستخراج : ResNet-50 الشبكة الأساسية .1

    (Transformer Encoder) المشفر المحول .2

o  طبقات مع الانتباه الذاتي متعدد الرؤوس 3مكون منAiA 

o  من إطاري البحث والمرجع السماتيعزز 

   (Transformer Decoder)  فك تشفير المحول .3

o  )تصميم ثنائي الفرع )مراجع طويلة المدى + قصيرة المدى 
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 :رؤوس التنبؤ .4

o  المحيط المستطيلرأس تنبؤ الهدف لتقدير 

o رأس تنبؤ IoU لتقييم جودة المرجع Reference  

 تضمينات الهدف والخلفية 2.3.3   

 :ندمج تضمينات قابلة للتعلم للتمييز بين الهدف والخلفية   

ℰ(𝑝) = {
ℰ الهدف  if 𝑝  يقع في منطقة الهدف

ℰ الخلفية  otherwise
                    (3 − 8) 

 :هذه التضمينات

 توفر إشارات سياقية غنية •

 تساعد في الحفاظ على هوية الهدف أثناء تغيرات المظهر  •

 فعالة من الناحية الحسابية لتوليدها •

  Temporal Referencesإدارة المراجع الزمنية 4.3 

 المراجع طويلة وقصيرة المدى 1.4.3  

 يستخدم الإطار الأولي كمرجع موثوق  :فرع طويل المدى •

 مجموعة من الإطارات الحديثة للتكيف :فرع قصير المدى •

 المشفرة مؤقتاً لتجنب إعادة الحساب السماتيخزن  : السمات إعادة استخدام  •

 تحديث فعال للنموذج  2.4.3

 المتوقعة لاختيار مراجع عالية الجودة  IoU يستخدم درجات :IoU اختيار قائم على •
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 وتضمينات الإطارات الحديثة  سماتتخزن   :ذاكرة تخزين مؤقت •

 يحافظ على مجموعة مراجع متنوعة : أخذ عينات منتظم •

 

 التنفيذ في المشروع 5.3 

 تهيئة المعاملات  1.5.3

 :نفس البارامترات المستخدمة في المقالة في تنفيذنا للمشروع، نستخدم

320 أبعاد الصورة:  • ×  بكسل 320

• stride :16 

 قناة  256مع  4رؤوس الانتباه:  •

 AiA  64 :تقليل أبعاد •

 إطارات  3حجم مجموعة المدى القصير:  •

 استراتيجية التدريب   2.5.3

 :نستخدم التعلم متعدد المهام مع

 تابع خسارة يعطى بالعلاقة التالية:  L1حيث أن  .   L1وخسارة GIoU مزيج من خسارة :خسارة تنبؤ الهدف •

1

1 (3 9)
n

true predicted

i

L LossFunction y y
=

= − − 

 . متوسط الخطأ التربيعي : IoU خسارة تنبؤ •
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 التحسين المشترك لكلا الهدفين •

 الخوارزميةمزايا    6.3

 :عدة فوائد لمتطلبات الملاحقة الخاصة بنا AiATrack يوفر اختيار

 مع السيناريوهات الصعبة )الاختفاء، فوضى الخلفية(  AiA تتعامل وحدة :المتانة .1

 إطارًا في الثانية( 38) بالزمن الحقيقيبأداء  السماتيمكن إعادة استخدام  :الكفاءة .2

 نتائج متطورة على معايير متعددة  :الدقة .3

 معالجة فعالة لتغيرات المظهر من خلال المراجع الزمنية :القدرة على التكيف .4

 غير مرئية من قبل أغراضأداء قوي على فئات  :التعميم .5

 خاتمة 8.3  

قد حققت نجاحات حقيقية ولمسنا ذلك عملياً بالتجربة وتحققنا من صحة النتائج   AiAtrackنستنتج في هذا الفصل بإن إجرائية  

المنشورة في المقالة الأساسية للإجرائية ومناسبة لتطبيقاتنا في ملاحقة الأهداف وتحل بعض مشاكل مثل وجود أغراض مشابهة 

حلاً متطورًا وفعالاً لملاحقة الأجسام المرئية. تتعامل آلية الانتباه داخل الانتباه المبتكرة   AiATrack توفر خوارزمية  للهدف. حيث

مع القيود الأساسية في الملاحقة القائمة على المحولات. يعزز دمج إدارة المراجع الزمنية وتضمينات الهدف والخلفية متانة عملية  

 .ل لتطبيقات الملاحقة في العالم الحقيقيالملاحقة بشكل أكبر، مما يجعله الخيار الأمث

 

 



62 

 

 

 : الاختبارات والنتائج الرابع الفصل . 4

 مقدمة 1.4

 يهدف هذا الفصل إلى عرض وتحليل النتائج الشاملة التي تم الحصول عليها من التطبيق العملي لنموذج ملاحقة الأهداف المقترح

(AiAtrack)     القائم على تقنيات التعلم العميق المعاصرة. يشكل هذا الفصل العمود الفقري للبحث حيث يقدم الأدلة التجريبية

تقديمها التي جرى  النماذج  القياسية     :التقييم على محورين رئيسيين اشتمل  .لكفاءة  البيانات  باستخدام مجموعات  الكمي  التقييم 

والمعايير الأكاديمية المتعارف عليها، والتقييم النوعي من خلال سلسلة مكثفة من التجارب العملية تشمل الملاحقة بالزمن الحقيقي 

ً   وعلى فيديوهات مخزنة بالإضافة إلى  .  (CSRT)  ء النموذج المقترح مع خوارزمية الملاحقة التقليدية، وذلك لمقارنة أدامسبقا

 NVIDIA Jetson Xavier)ذلك، يتضمن الفصل تقييمًا شاملاً لأداء النموذج عند نشره على منصة حواسيب صغرى مضمنة  

NX   ) العملية.لاختبار جدواه في التطبيقات 

 بيئة التجارب والإعدادات  2.4

جميع الاعتمادات   تثبيت عناية، مع  بلضمان مصداقية النتائج وقابليتها للتكرار وإجراء مقارنات عادلة، تم إعداد البيئة التجريبية  

(Dependencies) : 

 :  (Hardware Infrastructure) البنية التحتية للعتاد الصلب •

o مزود بوحدة معالجة مركزية تم استخدام حاسب   : منصة التدريب والاختبار (CPU) من حديث (Intel 

Core i7-11900K    (  وحدة معالجة رسوميةو (GPU)   من طرازNVIDIA GeForce RTX 3070  

 .وذلك لتسريع عمليات التدريب والاستدلال المعقدة الخاصة بنماذج التعلم العميق
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o منصة النشر والتطبيق العملي : (Embedded System)   لاختبار إمكانية النشر في تطبيقات حقيقية، تم

صغري  حاسوب  المتطورة   (Single-Board Computer - SBC) استخدام  العائلة   NVIDIAمن 

Jetson Xavier NX.     مقارنة بحجمها الصغير واستهلاكها    الكبيرةتم اختيار هذه البطاقة لقدراتها الحاسوبية

ونضع فيما يلي مواصفات   والنظم المحمولة.  المنخفض للطاقة، مما يجعلها مثالية لتطبيقات الذكاء الاصطناعي

 البطاقة: 

    Jetson Xavier NX المواصفات الرئيسية لوحدة

 (Tensor Cores) نواة تنسور 48نواة، مع  384بـ  NVIDIA Volta معمارية:  (GPU) يةمعالجة الرسومالوحدة  •

  ARM®v8.2 64bit سداسي النواة، بمعمارية NVIDIA Carmel معالج  (CPU) :وحدة المعالجة المركزية •

  NVDLA  محركان  :محركات الذكاء الاصطناعي •

 Way VLIW7-معالج رؤية   :معالج الرؤية •

  8GB LPDDR4x 128 bitسعة  (RAM) : الذاكرة العشوائية •

  eMMC 5.1 ذاكرة 16GB  بسعة  :التخزين •

 .10/100 /1000 Base-T  (Ethernet) :الشبكة •

 مواصفات الطاقة 

 : 5V جهد الإدخال •

 15Wواط إلى  10Wما بين   :طاقةالاستهلاك   •

 ..  UART,I2Cبالإضافة إلى برتوكولات التواصل مع المعالجات الصغرية مثل 

 

 :  (Software Stack & Dependencies) البرمجيات والاعتمادات •
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o تم استخدام   :إدارة البيئات Anaconda Distribution لإنشاء وإدارة بيئة برمجية افتراضية (Virtual 

Environment)  (4-1) الشكل معزولة تماماً، لضمان ثبات إصدارات المكتبات وتجنب أي تعارضات . 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 ويظهر البيئات الافتراضية والمكتبات ضمن المكتبة واصدارتها.  Anacondaيوضح بيئة  :  4- 1  شكل

 

o في هذه البيئة، تم تثبيت الإصدارات الدقيقة للمكتبات التالية :المكتبات الأساسية: 

▪ PyTorch 1.12.1  مع دعم CUDA 11.3 كإطارعمل رئيسي للتعلم العميق. 

▪ Torchvision 0.13.1. 

▪  NumPy, SciPy, Pandasللحسابات العلمية ومعالجة البيانات . 
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o تسريع GPU الرسومية المعالجة  وحدة  على  الحسابي  التسريع  تثبيت   (RTX 3070) لتمكين  تم   ،   

NVIDIA CUDA Toolkit 11.3      و cuDNN إصدار التام مع  توافقهما  منفصل وضمان   بشكل 

PyTorch. 

o بالنسبة لبطاقة   :نظام التشغيل المضمن Jetson Xavier NX   تم استخدام ،NVIDIA SDK manager    

، ومكتبات أخرى مثبتة مسبقاً  CUDA  ،cuDNN مخصص، إصدار Linux والذي يتضمن نظام تشغيل

 .ومحسنة للأداء على هذه المنصة

 

 

 

 

 

 

 

 

 

 

 

التي تم استخدامها لتنصيب نظام التشغيل الخاص ببطاقة   NVIDIAمن شركة  SDK Manager: شكل يوضح برمجية 4-2شكل 
Jetson . 

 

 القياسية  المعطياتالتقييم الكمي على مجموعات  3.4

 مجموعة البيانات ومعايير القياس 1.3.4
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تحتوي  .   UAV123تقييماً كمياً موضوعياً، تم الاعتماد على مجموعة البيانات القياسية المعروفة   AiAtrack لتقييم أداء نموذج  

التقاطها من منصات جوية )طائرات بدون طيار(، وتقدم مجموعة غنية    123هذه المجموعة على   الدقة تم  مقطع فيديو عالي 

 :ومتنوعة من التحديات التي تواجهها خوارزميات الملاحقة في العالم الحقيقي، مثل

 . (Occlusion)  الاختفاء الكلي والجزئي •

 .  (Illumination Changes) التغيرات السريعة والمفاجئة في مظهر الهدف  •

 .بسبب حركة الطائرة (Scale Variations) التغيرات الكبيرة في الحجم •

 . (Camera Motion)الحركة السريعة للكاميرا  •

   (Cluttered Background) .وجود مشتتات وخلفيات مشابهة  •

 :لمقارنة الأداء بشكل عددي ودقيق، تم حساب المقاييس الكمية التالية، والتي تعتبر معياراً في مجال بحث ملاحقة الأهداف

 شرح المقاييس: 

يعطي هذا المعيار قيمة رقمية واحدة  (AUC - Area Under the Curve):  يمساحة تحت المنحنال  -1

، كان أداء الخوارزمية أفضل وأكثر 1من  AUC تلخص أداء الخوارزمية عبر جميع عتبات الثقة. كلما اقتربت قيمة 

 .متانة

  ROC Receiving Operating Characteristicsحيث يتم حسابه من خلال حساب المساحة تحت المنحني 

 (.4-3كما يوضح الشكل )

o AUC = 1.0  : نموذج مثالي، قادر على التمييز بين الفئتين بشكل كامل. 

o  : AUC = 0.5 نموذج عشوائي، لا فرق بينه وبين التخمين. مثل عملة معدنية. 

o AUC < 0.5  : )أداء النموذج أسوأ من الأداء العشوائي )نادر الحدوث. 

https://en.wikipedia.org/wiki/Receiver_operating_characteristic
https://en.wikipedia.org/wiki/Receiver_operating_characteristic
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o كلما اقتربت قيمة الـ AUC  أفضلكلما زادت قدرة النموذج على التمييز بشكل  ،1من. 

 .هو مقياس لأداء النموذج الشامل والكلي عبر جميع الاحتمالات AUC: باختصار                   

 

التي تم تتبعها بشكل صحيح مقارنة  (Bounding Boxes) المحيطة المستطيلاتنسبة  (Precision): الدقة -2

 .وثوقية الملاحقة( وتشير إلى 0.5الخاطئة. تحُسب عند عتبة ثقة محددة )عادةً  بالمستطيلات

 

Precision =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 + 𝐹𝑎𝑙𝑒𝑠 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠
                   (4 − 1) 

 حيث: 

• TP (True Positives):  الإيجاببالتنبؤات الصحيحة . 

• FP (False Positives):  بالإيجابالتنبؤات الخاطئة . 

 :(رسائل المزعجة)اكتشاف ال بهدف التوضيح مثال عملي

o  100لو تنبأ نموذجك بأن email  رسائل مزعجةهي. 

o  ،مزعجمنها فعلاً  90إذا كان من بين هذه المئة (TP)  منها كانت بريدًا مهمًا 10و (FP). 

o  90( = 10+  90/ ) 90الدقة = فإن%. 

o  كانت صحيحةرسائل مزعجة% من تنبؤات النموذج بـ " 90هذا يعني أن ". 

 .الدقة تركز على "تجنب الأخطاء الإيجابية". نسبة التنبؤات الإيجابية الصحيحة من إجمالي التنبؤات الإيجابية :باختصار

 AP50 & AP75 (Average Precision @ IoU threshold) -3  

 الأغراضكشف وتقييم نماذج  (Computer Vision) رؤية الحاسوبهذان المصطلحان شائعان بشكل خاص في مجال 

(Object Detection) . 
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• AP (Average Precision)  :  متوسط قيمة الدقةهو (Precision) عبر جميع مستويات الاستدعاء (Recall) 

 يعطى بالعلاقة: Recallحيث أن الاستدعاء  .مقياس يجمع بين الدقة والاستدعاء في رقم واحد حيث أنه

Recall =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒𝑠 + 𝐹𝑎𝑙𝑒𝑠 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒𝑠
                       (4 − 2) 

• IoU (Intersection over Union)  :  المحيط المستطيلمقياس لمدى تداخل (Bounding Box)   الذي توقعه

 مساحة الاجتماع.مساحة التقاطع على يتم حسابه كـ (Ground Truth) المحيط الحقيقي المستطيلالنموذج مع 

• AP50  : متوسط الدقة عند عتبة IoU  هذا يعني أن التنبؤ يعتبر "صحيحًا .0.50تساوي" (True Positive)   إذا

 .معيار متساهل نسبيًا وهو% أو أكثر. 50كان تداخله مع الحقيقة يساوي 

• AP75  : متوسط الدقة عند عتبة IoU  هذا يعني أن التنبؤ يعتبر "صحيحًا" فقط إذا كان تداخله مع  .0.75تساوي

 .أو أكثر. إنه معيار أكثر صرامة يتطلب تنبؤات دقيقة للغاية من حيث الموقع %75 الحقيقة يساوي 

  :ق بينهما الفر

  AP75 أصعب من . AP50 إذا كان أداء النموذج جيدًا في AP75 فهذا يدل على دقة عالية جدًا في تحديد موقع الأشياء ،. 

 تعديل النموذج  2.3.4

المقترح   النموذج  تعديل  توقع    AiAtrack  [7]تم  أكثر من  أجل تسريع عملية   Predictionليعطي على خرجه  ومن  وأيضاً 

الافتراضي   Epoch=500واحد فقط بدلاً عن    Epochوفقاً لـ     GOT-10k[15]على  مجموعة المعطيات  التدريب تم التدريب  

  Epochولكن ننوه هنا إلى أن التدريب على    استغرق وقتاً طويلاً على قدرات حاسوبية تفوق قدرة حاسوبي بثمانية مرات.والذي  

توقع  من  أكثر  على  الحصول  أجل  من  ممكنة  التدريب  عملية  بأنّ  نتحقق  حتى  تجربة  كانت  لكن  للتعلم،  كاف  غير  فقط  واحد 

Prediction. 
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 النتائج العددية والتحليل  3.3.4

تلك    معوقد أسفرت النتائج عن قيم أداء متطابقة تقريباً   UAV123 الكاملة على مجموعة (Testing) تم تنفيذ عملية الاختبار

لـ الأصلية  البحثية  الورقة  في  التنفيذAiAtrack المنشورة  إعادة  عملية  نجاح  يؤكد  مما   ، (Reimplementation)   وصحة

 .الإعدادات البيئية

 

 . UAV123على مجموعة بيانات  AiAtrack: النتائج الكمية لأداء نموذج   4- 4شكل  

في دراستنا بشكل ، نهتم  UAV123على مجموعة المعطيات    AiAtrackيبين نتائج عملية الاختبار للنموذج    (4-4)  في الشكل 

المنشور في المقالة الأصل    AUCبينما يكون المقدار    69.47هو    الناتج  AUCمقدار  حيث نلاحظ أن    AUCخاص بالمعيار  

 عند إجراء التعديل على النموذج. AUCأي أنه طرأ انخفاض بسيط على قيمة  70.6هو  (2-3) الجدوليبين كما 

 .AUCمقارنة بين عدة نماذج على ملاحقة على أكثر من مجموعة معطيات بالنسبة للمعيار   4-1جدول 
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 لتجارب العملية والتحليل النوعي  ا   4.4

 منهجية التجارب النوعية  1.4.4

لتقييم الأرقام المجردة واختبار أداء النموذج في سيناريوهات العالم الحقيقي بمختلف تعقيداتها، تم تصميم وتنفيذ سلسلة من التجارب 

 :النوعية. شملت هذه التجارب

وصولة مباشرة بالحاسب، يتم   ستخدام كاميرا ويببا  (Real-Time Tracking) :الملاحقة بالزمن الحقيقي .1

 .الزمن الحقيقيب frame-by-frame التقاط الفيديو ومعالجته

ستخدام مقاطع فيديو عالية الدقة مخزنة مسبقاً ت :   (Pre-recorded Videos)  الملاحقة على فيديوهات مخزنة .2

 .تقدم تحديات محددة يمكن تحليلها 

  المضمنة في التقليدية  CSRTبالمقارنة مع خوارزمية   AiAtrackفي كل تجربة، يتم تشغيل وتقييم أداء نموذج 

 Bounding Box) المحيط المستطيلمعايير نوعية مثل: استقرار  . يتم تقييم الأداءOpenCV مكتبات 

Stability) الاختفاء ، مقاومة (Occlusion Handling)التكيف مع تغير الحجم ، (Scale Adaptation)  ،

 . (Failure Rate) الملاحقة ومعدل الفشل في 

 )بالزمن الحقيقي(  وتفصيل السيناريوهات النتائجتحليل عرض و 2.4.4

 زمن حقيقي بال  (Tumbler)  كأس: ملاحقة 1السيناريو  •

 :Youtubeرابط فيديو التجربة على 

https://www.youtube.com/watch?v=O77mL5bZKhc 

o وحالة اختفاء كلي للهدف مع تحريكها يدوياً بسرعات واتجاهات مختلفة الكأس ملاحقةتم   :الوصف  . 

https://www.youtube.com/watch?v=O77mL5bZKhc
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o الملاحظات على AiAtrack  كانت الملاحقة جيدة ولحظية وتمت الملاحقة حتى بعد حالة اختفاء تام :

 للهدف. 

o الملاحظات على CSRT  .تمت الملاحقة حتى حالة الاختفاء ومن ثم أضاعت الهدف : 

 

 مع تغيرات في الإضاءة والوضعية  (Face) : ملاحقة وجه بشري2السيناريو  •

 :Youtubeرابط فيديو التجربة على  •

xU-https://www.youtube.com/watch?v=rPNhgx05 

o هناك حركات مختلفة وحالة اختفاء كلي للهدف. وجه شخص يجلس أمام الكاميرات ملاحقة تم :الوصف ، 

o ملاحظات AiAtrack  .تمت الملاحقة بشكل ممتاز وتمت الملاحقة بعد حالتي حالتين اختفاء للهدف : 

o ملاحظات CSRT   في البداية كانت الملاحقة جيدة وتغلب الملاحق على حالة الاختفاء الكلي الأول ولكن :

 أضاع الهدف في حالة الاختفاء الثانية.

  (Telephone) : ملاحقة هاتف مكتبي3السيناريو  •

o تم تحريك هاتف مكتبي  :الوصف 

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=0khkAazMtjc 

o الملاحظات على AiAtrack  كانت الملاحقة جيدة ولحظية وتمت الملاحقة حتى بعد حالة اختفاء تام :

 للهدف. 

https://www.youtube.com/watch?v=rPNhgx05-xU
https://www.youtube.com/watch?v=0khkAazMtjc
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o الملاحظات على CSRT  .تمت الملاحقة حتى حالة الاختفاء ومن ثم أضاعت الهدف : 

  (Mobile) : ملاحقة هاتف محمول4السيناريو  •

o مما تسبب في تغير كبير ومستمر في حجم  تم تقريب وإبعاد هاتف محمول من وإلى الكاميرا :الوصف ،

 .وشكله الهدف

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=X_k4c5GJ5fA 

o الملاحظات على AiAtrack  كانت الملاحقة جيدة ولحظية وتمت الملاحقة حتى بعد حالة اختفاء تام :

 . بخلاف بعض الإطارات بعد حالة الاختلاف مباشرةً وبعدها عاد للهدف للهدف

o الملاحظات على CSRT  .تمت الملاحقة حتى حالة الاختفاء ومن ثم أضاعت الهدف : 

 

ً )  تحليل النتائج وتفصيل السيناريوهات 4.4.4  (فيديوهات مخزنة مسبقا

  سيارة: ملاحقة 1السيناريو  •

o ملاحقة سيارة ضمن مضمار سباق لمجموعة سيارات بسرعات عالية ووجود سيارات مشابهة   :الوصف

 للسيارة الهدف. 

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=ndGY9ztLkbA 

https://www.youtube.com/watch?v=X_k4c5GJ5fA
https://www.youtube.com/watch?v=ndGY9ztLkbA
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▪  AiAtrack  : حتى في السرعات العالية لتحرك الهدف  أظهر تفوقاً واضحاً في تمييز الهدف

ووجود أغراض مشابهة للهدف وعند حصول حالة الاختفاء أضاغ الهدف لعدد من الإطارات  

 محدود جداً ليعود ويلاحق من جديد حتى نهاية الفيديو.

▪ CSRT : ًفي مثل هذا الفيديو وإضاع الملاحق الهدف بعد حالة الاختفاء التي  كان أداؤها ضعيفا

 حصلت. 

  سيارة: ملاحقة 2السيناريو  •

o ملاحقة سيارة بيضاء اللون ولايوجد أغراض مشابه للهدف وبسرعات عالية نسبياً وهناك   :الوصف

 حالات اختفاء جزئي وحالة اختفاء تام للهدف ضمن الفيديو.

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=4KBbPPm6kNg 

▪ AiAtrack  : حتى في السرعات العالية لتحرك الهدف  أظهر تفوقاً واضحاً في تمييز الهدف

 وعند حصول حالة الاختفاء، استطاع الملاحق متابعة الهدف في حالتي الاختفاء الجزي والتام. 

▪ CSRT .تغلب على حالة الاختفاء الجزئي ولكن لم يستطع التلغب على حالة الاختفاء التام : 

  سيارة: ملاحقة 3السيناريو  •

o ملاحقة سيارة ضمن طرقات مدينة ويوجد أغراض مشابهة للهدف، السرعة بطيئة نسبياً.  :الوصف 

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=A3T148r8HVw 

https://www.youtube.com/watch?v=4KBbPPm6kNg
https://www.youtube.com/watch?v=A3T148r8HVw
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كانت جيدة في متابعة هذا الهدف إلا أن   CSRTو  AiAtrackالملاحظات: كل من الاجرائيتين   ▪

 كان محيط بشكل أفضل بالهدف. AiAtrackمستطيل إجرائية 

  : ملاحقة إنسان3السيناريو  •

o ملاحقة إنسان )عداّء( ضمن مجموعة عدائين في مضمار السباق، هناك حالة اختفاء جزئي   :الوصف

 للهدف وتغير في شكل الهدف.

o  رابط فيديو التجربة علىYoutube: 

https://www.youtube.com/watch?v=9_3IgPg1RQc 

▪  AiAtrack  :  أظهر تفوقاً واضحاً في تمييز الهدف حتى عند تغيير شكل الهدف وعند حصول

حيث يقوم برسم  CSRTحالة الاختفاء الجزئي، ونلاحظ أن هذا الملاحق أكثر ديناميكية من 

 المستطيل ليناسب شكل الهدف الجديد خلال تغييره من إطار لآخر.

▪ CSRT.نلاحظ فشل هذه الاجرائية عند الاختفاء الجزئي للهدف : 

 

 

 

 

 

https://www.youtube.com/watch?v=9_3IgPg1RQc
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 CSRTو  AiAtrackنتائج المقارنة بين إجرائيتي الملاحقة  ملخص 

 . CSRTو  AiAtrack: فرق السرعة والأداء بين اجرائيتي   1-0جدول  

 FPSالسرعة   الأداء )كيفي( 
 الاجرائية 

 76 أداء جيد 
AiAtrack 

 أداء سيئ  

إفلات الهدف في   –

 حال الاختفاء 

118 
CSRT 

وذلك بالاعتماد على    CSRTقد أعطت نتائج جيدة في الملاحقة مقارنة بالإجرائية    AiAtrackيبين الجدول السابق أن إجرائية  

ضاعة الهدف في حالات الاختفاء الكلي والاختفاء الجزئي وذلك  إفلات وإحالات  تناتجارب قمنا بها على عدة فيديوهات وملاحظ

هي أسرع من    CSRTولكن نلاحظ أن إجرائية    من أجل حالة معالجة فيديوهات مخزنة مسبقاً وأيضاً المعالجة بالزمن الحقيقي.

AiAtrack . 

 CPUو   GPU بينتنفيذ لسرعة اتنجيز تجربة مقارنة  5.4

إجرائية   تنفيذ  بين  مقارنة  تنجيز  على  detection  (YOLO v5جرى   )CPU    وGPU    الخاصة الرسومية  المعالجة  وحدة 

النتائج كما يظهر الجدول )  RTX3070بالحاسب وهي   التنفيذ على وحدة المعالجة الرسومية أسرع بـ   8وكانت    100(، بأن 

 .CPUضعف من المعالج المركزي 
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 . CPUو  GPUعلى  Detectionمقارنة بين زمني تنفيذ إجرائية : 2-0  جدول 

 ( ms/frameزمن التنفيذ)  تنفيذ الحسابات بواسطة 

GPU (RTX3070) ~3 

CPU ~300 

 

إجراءه على   منأسرع  GPUوبنظرة على الجدول السابق يتبين بأن إجراء الحساب أو التنفيذ باستخدام وحدة معالجة رسومية 

ً  للحاسب بنحو مئة ضعف CPUوحدة المعالجة المركزية   .وقد لمسنا ذلك عمليا

 Deployment on) المضمنة وأداء الزمن الحقيقي  الأنظمةالنشر على  6.4

Embedded Platforms) 

 الإعداد واختيار المنصة  1.6.4

لاختبار الجدوى العملية للنموذج في تطبيقات العالم الحقيقي التي تتطلب كفاءة في استهلاك الطاقة وحجم صغير، تم نشره على  

لتوازنها الفريد بين الأداء الحسابي العالي   NVIDIA Jetson Xavier NX حاسوب صغري. تم اختيار   لهذه المهمة نظراً 

الروبوتات، والطائرات بدون طيار، وأنظمة المراقبة   مثل   الصغير، مما يجعلها مناسبة للتطبيقات المضمنة الحجموالكفاءة الطاقية  

 .الذكية

 المبينة في الشكل التالي:   Jetson Xavier NXوالبطاقة التي سيتم العمل عليها هي    Nvidia jetsonي ذكر ان هناك عدة بطاقات  
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 . Jetson : شكل يعبر عن تطور أجيال بطاقات 4- 5 شكل  

 :الرئيسية NVIDIA Jetson أنواع بطاقات

1. Jetson Nano  :  )ًللأداء الأساسي والتعلم )الأقل ثمنا 

2.  :Jetson TX2 / TX2 NX  )للأداء المتوسط )فئة متوسطة 

3. Jetson Xavier NX  :  )للأداء العالي في حزمة صغيرة )موضوع حديثنا 

4.  : Jetson AGX Xavier / Orin  )لأعلى مستويات الأداء )لفئة المحترفين والتطبيقات المتقدمة 

 تحديدًا؟ Jetson Xavier NX لماذا اخترنا

 :لأنها تقدم توازنًا استثنائيًا لا تجده في غيرها

 Nano وتتفوق بشكل كبير على فئة AGX Xavier مثل أداؤها قريب من البطاقات الأعلى سعرًا  :أداء قوي جداً  .1

 .يمكنها تشغيل عدة نماذج للذكاء الاصطناعي في وقت واحد  TX2و
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 .مما يجعلها مثالية للتطبيقات المضمنة حيث المساحة محدودة  :حجم صغير جداً .2

، مما يجعلها مناسبة للأجهزة المحمولة أو التي تعمل  واستهلاك قليل للطاقة    تقدم أداء ممتاز : كفاءة في استهلاك الطاقة   .3

 .بالبطاريات

 .حيث تقدم أداءً عاليًا بسعر متوسط مقارنة بإمكاناتها :مقبولة تكلفة .4

الرؤية    Xavier NX :باختصار أنظمة  الروبوتات،  )مثل  المعقدة  الاصطناعي  الذكاء  تطبيقات  لتشغيل  الأمثل  الخيار  هي 

 .الحاسوبية المتقدمة( في مساحة مضغوطة وبتكلفة وكفاءة طاقة مثالية

  SBCمقارنة بين حواسب صغريةتنفيذ  7.4

الحاسب الصغري المراد    jetson، وبهدف مقارنة القدرة الحسابية لبطاقة  SBC’sتتفاوت القدرة الحسابية للحواسب الصغرية  

وتفحص إمكانية تنفيذ الإجرائيات بالزمن الحقيقي. من أجل ذلك قمنا    Raspberry pi  3العمل عليه مع الحاسب الصغري الشهير

التنفيذ على بطاقة    Yolo v5وهي    Detectionبتنفيذ إجرائية كشف   البطاقتين ووجدنا بأن  فعّال وقابل   jetsonعلى كل من 

 وغير صالح لتطبيقات الرؤية الصنعية بالزمن الحقيقي.   بطيءفهو    Raspberryللتنفيذ بالزمن الحقيقي، أما التنفيذ على بطاقة  

 : )التجربة شبيهة بتجربتنا( Raspberry piو  Jetson nanoعلى  Detectionوفيما يلي رابط لتجربة لتطبيق إجرائية 

https://www.youtube.com/watch?v=kvd4adbcJM8 

 Nvidia Jetson Xavierإعداد بطاقة  8.4

 (Flashing & OS)  إعداد النظام الأساسي 1 .

• NVIDIA SDK Manager  :تم إعداد جهاز مضيف (Host PC) يعمل بنظام Linux وربطه ببطاقةJetson . 

https://www.youtube.com/watch?v=kvd4adbcJM8
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   ، والتي تشمل نظام التشغيل JetPack SDKتم تنزيل وتثبيت أحدث إصدار متوافق من حزمة  JetPack: تثبيت •

Ubuntu  المخصص لـARM بالإضافة إلى مكتبات ،CUDA, cuDNN . 

 (Python & Environments) تهيئة بيئة التطوير. 2

 .لضمان عزل البيئات البرمجية وإدارة المكتبات  (Conda)تم تنصيب النسخة المتوافقة   Anaconda: تثبيت •

 . افتراضية وتثبيت المكتبات الأساسية Python تم بناء بيئة :إنشاء بيئة عمل مخصصة •

    AiAtrack بناء متطلبات خوارزمية. 3

 عبر  GPU التي تدعم تسريع Jetson تم تحميل وتثبيت النسخ المخصصة لـ Torchvision : و PyTorch تثبيت •

CUDAلضمان أعلى أداء للخوارزمية ،. 

 . باقي المكتباتمع  OpenCV تم التأكد من ربط :OpenCV تجهيز مكتبة •

 . الخاصة بالنموذج (Dependencies) الاعتماداتتحميل الكود وتثبيت كافة  :AiAtrack تثبيت مكتبات •

 (Camera Integration) التكامل مع العتاد .4

 . Ubuntuوالتأكد من استجابتها داخل نظام USB تم ربط وتعريف الكاميرا :تعريف الكاميرا •

تدفق الفيديو المباشر من الكاميرا، معالجته عبر  بأخذليقوم  AiAtrack الخاص بـ  الكودتعديل  :الربط البرمجي •

 .لحظياً على الشاشة (Inference) الملاحقةالنموذج، وعرض نتائج 

 الخاتمة    9.4

الملاحقة الفصل، تم تقييم نموذج  الكمية على مجموعة AiATrack في هذا  النتائج   مطابقته  UAV123 بشكل شامل. أكدت 

المقالة الأصلية. المنشورة في  التقليدية كما  للنتائج  النوعية عن تفوقه الواضح على الخوارزمية  عبر   CSRT كشفت التجارب 

الناجح على منصة   مجموعة النموذج ليس مجرد Jetson Xavier NX من التحديات الواقعية. أخيراً، أثبت النشر   حل أن 
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، هذه النتائج تجيب بشكل إيجابي على أسئلة البحث وتؤكد قيمة  Embedded systemsفي أكاديمي ولكن له تطبيقات عملية 

 .المساهمة التي يقدمها هذا العمل في مجال ملاحقة الأهداف بالاعتماد على التعلم العميق
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 الآفاق المستقبلية للبحثالخاتمة و. 5

 الخاتمة 1.5

الهدف أحادية  البصرية  الأهداف  ملاحقة  مجال  في  شاملة  وتطبيقية  نظرية  دراسة  الرسالة  هذه   Single Object) قدمت 

Tracking  ) العميق. انطلق العمل من دراسة نظرية معمقة لأنواع ملاحقات الأهداف البصرية التعلم  باستخدام أحدث تقنيات 

    واستخدامه آلية الانتباه  Transformerالمختلفة، مع تركيز خاص على الطرق القائمة على التعلم العميق وثورية نموذج المحول  

Attention Mechanism لتعزيز دقة وكفاءة الملاحقة. 

كبيئة اختبار رئيسية، وذلك لملاءمتها التامة لتطبيقنا، حيث تحتوي على   UAV123تم اختيار مجموعة المعطيات المتخصصة 

مقطع فيديو تم التقاطها من منظور طائرات بدون طيار، وتقدم مجموعة غنية ومتنوعة من التحديات الواقعية مثل  123أكثر من 

 .، والتغيرات السريعة في الحجم والمظهر، وحركة الكاميرا (Occlusion)الاختفاء

، التي تعتمد في بنيتها  AiATrackتمحور الجانب التطبيقي حول إجراء عملية اختبار وتقييم شاملة لإجراءية الملاحقة المتطورة  

المعطيات    وقبل مرحلة الاختبار، خضع النموذج لعملية تدريب على مجموعة (Transformer) . الأساسية على نموذج المحول

 ما بعد المعالجة   جرائيةإبدلاً من توقع واحد بهدف تركيب   (predictions 2) توليد توقعين ، بهدف GOT-10kواسعة النطاق

للملاحق توقعين  تحتاج  على  . والتي  واضح  بشكل  تفوق  حيث  النموذج،  وكفاءة  صحة  والنوعية  الكمية  النتائج  أكدت  وقد 

المتنوعة. كما تمت در التحديات  التقليدية وظهرت متانته في مواجهة  المعالجة الخوارزميات  اسة إمكانية دمج إجراءية ما بعد 

NeighborTrack   الإجرا فقدان ئ مع  المعقدة، مثل حالات  السيناريوهات  في  الدقة  الأداء وتعزيز  الأساسية بهدف تحسين  ية 

 .الهدف وإعادة الاكتشاف

 :بنجاح على بيئتين مختلفتين (AiATrack) على الصعيد العملي، تم تنفيذ وتشغيل إجراءية الملاحقة
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 .لتسريع عمليات التدريب والاختبار المعقدة (GPU) حاسب مزود بوحدة معالجة رسومية متطورة .1

، مما يثبت جدوى النموذج وقابليته  (Nvidia Jetson)  حاسب صغري محمول متخصص بتطبيقات الذكاء الاصطناعي .2

 ً  .للنشر في أنظمة مضمنة ذات موارد محدودة تتطلب استهلاكاً منخفضاً للطاقة وأداءً فوريا

ية الملاحقة. ئ لضمان تشغيل سلس ودقيق لإجرا (Dependencies) تم بناء البيئات البرمجية اللازمة وتثبيت جميع الاعتمادات

 وأخيراً، تم إجراء عمليات ملاحقة ناجحة بالزمن الحقيقي باستخدام كاميرا، مما يثبت بشكل عملي وقاطع قدرة نموذج المحول

(Transformer)  على تقديم حلول فعالة وموثوقة في تطبيقات ملاحقة الأهداف البصرية في التطبيقات العملية. 
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 الآفاق المستقبلية للبحث 2.5

تمهيداً لتعزيز أداء أنظمة الملاحقة البصرية، ت طرح فكرة دمج الآليتين المتقدمتين اللتين تمت دراستهما ضمن الإطار النظري 

 :للبحث، وهما

 . (AiA) "الانتباه داخلوالم حسّن بآلية "الانتباه  (Transformer) القائمة على نموذج المحول  AiATrackإجرائية .1

لتحسين دقة الملاحقة   (post-processing) التكميلية التي تعمل كمرحلة ما بعد معالجة NeighborTrack إجرائية .2

 .من خلال الاستفادة من المعلومات السياقية للأهداف المجاورة

 :فكرة الدمج المقترحة

دون   (SOT) مصممة لتكون إجرائية مستقلة قابلة للتطبيق مع أي ملاحق أهداف مفردة NeighborTrack نظرًا لأن إجرائية  

يعد اتجاهًا طبيعيًا لتعزيز   AiATrack الحاجة إلى إعادة تدريب أو تعديل جوهري في البنية الأساسية، فإن دمجها مع إطار  

 :الأداء. سيعمل هذا الدمج على معالجة بعض التحديات الحرجة في الملاحقة، مثل

 وإلخ.. (Similar Objects)وجود أغراض مشابهة و  (Occlusion)اختفاء الهدف 

 :الفوائد المتوقعة من الدمج

على تمييز السمات الدقيقة عبر آلية الانتباه المحسنة، مع   AiATrack من خلال دمج قدرة : تحسين الدقة والوثوقية .1

الأساسي  NeighborTrack قدرة   الهدف  هوية  لتأكيد  المجاورة  الأهداف  من  السياقية  المعلومات  استخدام  على 

 .عند الحاجة الملاحقةوتصحيح 

سيساهم الدمج في تقليل الأخطاء الناتجة عن الالتباس بين الأهداف المتشابهة    :تعزيز المتانة في السيناريوهات الصعبة .2

 .أو حالات الاختفاء المؤقت
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سيحافظ على   مضمننظرًا لأن كلا الأسلوبين مصممان للعمل بكفاءة عالية، فإن النظام ال   :الحفاظ على الكفاءة الحسابية .3

 . الأصلي  AiATrackأداء ملاحقة فوري بالزمن الحقيقي، مشابه لأداء 

 :خطة التنفيذ المستقبلية

البنية الأساسية AiATrackكمرحلة ما بعد معالجة مع إطار  NeighborTrack تطبيق إجرائية   • ، مع الحفاظ على 

 .للأخير

البيانات • مجموعة  على  الأداء  أهداف   UAV123 تقييم  ووجود  المتكرر  الاختفاء  مثل  ملائمة  تحديات  تتضمن  التي 

 .مشابهة

ونماذج أخرى متقدمة، لقياس مدى التحسن في مقاييس مثل   AiATrackإجراء مقارنات شاملة مع النتائج الأصلية لـ  •

AUC الدقة ،(Precision)ومؤشرات الوثوقية ،. 

 .دراسة تأثير الدمج على مقاييس فرعية تركز على حالات الاختفاء والتمييز بين الأهداف المتشابهة •

 :النتائج المتوقعة

 .تحقيق تحسن ملحوظ في دقة ووثوقية الملاحقة، خاصة في السيناريوهات الحرجة •

 .ليصبح أكثر متانة وقدرة على التعامل مع التحديات الواقعية  AiATrackتعزيز أداء  •

نموذج   • الجوية   مضمنتقديم  المراقبة  مثل  العملية  المجالات  في  تعقيداً  أكثر  ملاحقة  لتطبيقات  أساسًا  يكون  أن  يمكن 

 .والأنظمة الذاتية
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 الملخص 

وتطبيقية شاملةتقدم   نظرية  دراسة  الأطروحة   Single Object Tracking SOTالمفردة    الأهداففي مجال ملاحقة    هذه 

، وهو نظام ملاحقة متقدم يعتمد على  AiATrack باستخدام تقنيات التعلم العميق المتطورة. يركز العمل على تنفيذ وتقييم نموذج 

وبالتالي    السمات، مما يحسن بشكل كبير من ارتباط   (AiA) ز بآلية الانتباه داخل الانتباه عز  وي     (Transformer)بنية المحول  

تم تدريب النموذج  حيث     .بنجاح AiATrack الإنجاز العملي الأساسي لهذا البحث هو إعادة تنفيذ وتقييم نموذج  .دقة الملاحقة

، وهي مجموعة بيانات تحتوي  UAV123 واسعة النطاق وتم التحقق من أدائه كمياً على معيار  GOT-10k على مجموعة بيانات

. أظهر النموذج أداءً جيداً، متطابقاً مع النتائج الأصلية المنشورة  مقطع فيديو جوي التقطتها طائرات بدون طيار  123على أكثر من  

تم إجراء تحليل نوعي شامل من خلال سلسلة من التجارب باستخدام   .في مواجهة التحديات المختلفة  صلادةفي الأدبيات، وأظهر  

الفيديو    CSRT مع خوارزمية AiATrack أداء  وتم مقارنة،  Real-time و أخرى بالزمن الحقيقي  مسبقاً    المخزنةمقاطع 

، حيث أظهر استقراراً ودقة ملحوظة وقدرة معززة على استعادة CSRT تفوق النموذج المقترح على نظام الملاحقةحيث  التقليدية.  

ً الهدف بعد أحداث الاختفاء الكامل.    NVIDIA ، وهومضمنبنجاح على نظام   AiATrack نموذج  Deploying  تم نشر  وأيضا

Jetson Xavier NX  يوضح  مضمنة، مما يثبت جدواه للتطبيقات العملية ذات الموارد المحدودة التي تتطلب وحدات معالجة .

 .  AiATrack هذا التنفيذ العملي إمكانات النموذج

المعالجة، خوارزمية بعد  ما  دمج مرحلة  يتضمن  واعداً  اتجاهًا مستقبلياً  أيضاً  الأطروحة  مع   NeighborTrack تستكشف   ،

المجاورة لتعزيز دقة الملاحقة    الأغراضالأساسي. يهدف هذا الدمج المقترح إلى الاستفادة من المعلومات من   AiATrack إجراء

الهدف والاختفاء ووجود    ووثوقيتها فقدان  التي تتضمن  المعقدة  السيناريوهات  الطريق لأنظمة مشابهة  أغراضفي  يمهد  ، مما 

 .الطائرات بدون طيارواستخدامها بفي تطبيقات مثل المراقبة الآلية  صلادةً ملاحقة بصرية أكثر 

، المعالجة Transformer   ،AiATrack  ،UAV123 الكلمات المفتاحية: الملاحقة البصرية للأهداف، التعلم العميق، المحولات

 .NVIDIA Jetson، مضمنة، الأنظمة ال Real-Time بالزمن الحقيقي

 



91 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



92 

 

Abstract 

This thesis presents a theoretical and applied study of Single Object Tracking (SOT) using the 

AiATrack model, a Transformer-based tracker enhanced with an Attention in Attention (AiA) 

mechanism. The model was successfully re-implemented, trained on the GOT-10k dataset, and 

validated on the UAV123 benchmark, matching the original published results. In comparative 

experiments, AiATrack outperformed the traditional CSRT algorithm, demonstrating superior 

stability, accuracy, and robustness to occlusions. A key achievement was the model's deployment 

on an NVIDIA Jetson Xavier NX embedded system, proving its feasibility for practical 

applications. The work also proposes a future integration with the NeighborTrack algorithm to 

enhance tracking in complex scenarios involving target loss and similar objects, paving the way 

for more robust systems in automated surveillance and drones. 

Keywords: Visual Object Tracking, Deep Learning, Transformers, AiATrack, UAV123, Real-

Time Processing, Embedded Systems, NVIDIA Jetson NX. 

 


